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基于改进Fairmot框架的多目标跟踪

席一帆*，何立明，吕 悦
（长安大学 信息工程学院，陕西 西安 7100064）

摘要：针对复杂场景下目标之间遮挡造成跟踪精度降低的问题，提出基于 Fairmot框架的多目标跟踪改进算法。将主干

网特征图通过三重注意力机制进行维度间的信息交互产生注意力掩模，提高对目标的定位能力；行人重识别分支采用

Circle Loss依据当前状态选择优化程度，提取更为精确的表观特征，区分不同目标对象。实验结果表明，在MOT15数据

集上跟踪精度提升至 62%，MT（Mostly Tracked）提升至 358，身份切换降低 68次，在发生遮挡的场景中拥有更出色的跟

踪效果。
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Multi-object tracking based on improved Fairmot framework

XI Yi-fan*，HE Li-ming，LYU Yue

（School of Information Engineering，Changan University，Xi'an 710064，China）

Abstract：Aiming at the problem of reduced tracking accuracy caused by occlusion between targets in
complex scenes，an improved multi-object trcking algorithm based on the Fairmot framework is proposed.
The feature map of the backbone network is used for information interaction between dimensions through a
triplet attention mechanism to generate an attention mask，which improves the positioning ability of the
target. Person re-identification branch adopts Circle Loss to select the degree of optimization according to the
current state，to extract more accurate appearance features and distinguish different target objects. The experi⁃
mental results show that the tracking accuracy on the MOT15 data set is increased to 62%，the MT（Mostly
Tracked）is increased to 358，and the identity switching is reduced by 68 times. It has a better tracking
effect in the scene where occlusion occurs.
Key words：image processing；deep learning；target tracking；attention mechanism

1 引 言

多目标跟踪最初源于雷达技术的研究。在

军事上，数据关联算法利用目标的位置和运动信

息进行轨迹和观测目标的匹配。近年来，随着我

国视频监控和无人驾驶行业的飞速发展，基于视

频的多目标跟踪技术显得尤为重要。多目标跟

踪根据初始化的方式划分为基于检测跟踪的流

程和基于人工初始化的跟踪流程。由于基于人

工初始化的跟踪无法处理轨迹的生成和消亡，因

此基于检测的跟踪为当前的主流方式。基于检

测的跟踪包括目标检测和数据关联，两者功能相

文章编号：1007-2780（2022）06-0777-09

收稿日期：2021-11-27；修订日期：2021-12-27.
*通信联系人，E-mail：15735169750@163. com



第 37 卷液晶与显示

互独立，但却在关系上紧密联系，良好的检测器

能为数据关联提供较好的观测结果。

早期的目标检测主要依靠人工设计的特征

训练支持向量机进行分类。2005年，Dala［1］利用

HOG特征来训练分类器；2008年，DPM［2］检测器

依据改进 HOG特征，采用根滤波器和部件滤波

器在多尺度金字塔上滑动检测；2014年，随着深

度学习的兴起，传统的目标检测方式被逐渐取代；

R-CNN［3］在传统目标检测方式的基础上，以卷积

神经网络作为特征提取器，训练支持向量机；Fast-
RCNN［4］是首个利用全卷积神经网络训练的目标

检测器。Faster-RCNN［5］提出区域建议网络，对

任意尺度输入的图像都会生成一组后选框，首次

引入锚框机制，速度比 Fast-RCNN快一个数量

级。YOLO［6-9］系列框架主要基于锚框（Anchor）
机制，将目标的位置和尺寸视为回归问题，该系

列框架检测速度快，但锚框机制存在正负样本不

均衡，超参数管理复杂等缺点。近些年，基于关

键点的目标检测逐渐兴起，Cornernet［10］通过利用

目标的左上角点和右下角点对目标进行定位。

Centernet［11］通过中心点对目标的尺寸、位置和中

心点的偏移量进行预测，拥有更高的检测效率。

数据关联负责将目标的轨迹与观测目标进

行匹配。数据关联算法分为确定性优化算法和

概率推断算法。确定性优化算法将其建模成优

化问题，通过优化算法解决匹配问题。二分图匹

配模型［12］、动态规划［13］、最小成本最大流网络模

型［14］、条件随机场［15］和最大权值独立集模型［16］属

于确定性的优化模型。概率推断模型基于现有

的观测状态估计目标状态的概率分布。卡尔曼

滤波［17］、扩展卡尔曼滤波［18］和粒子滤波［19］属于概

率推断模型。

端到端的多目标跟踪框架近些年飞速发展，

将目标检测和数据关联都用神经网络来处理，使

得网络的训练效率得到提升。DAN［20］跨帧提取

特征，计算亲和性矩阵，并用交并比信息作为掩

模进行匹配。DeepMOT［21］根据匈牙利算法不可

微分的特点，通过MOTA和MOTP的跟踪指标

创建损失函数，训练深度匈牙利网络替代数据关

联。DMAN［22］提出空间注意力模块和时间注意

力模块，空间注意力模块匹配两幅图像空间相同

区域，时间注意力模块对历史轨迹分配不同的权

重，滤除不可靠的轨迹。本文基于检测与数据关

联的 Fairmot［23］框架，提出一种改进算法，提高对

目标对象的跟踪精度。

2 Fairmot基本框架

Fairmot框架的目标检测部分包括主干网

络、目标检测分支和行人重识别分支。数据关联

部分采用DeepSort［24］框架进行匹配。

2. 1 主干网络

Fairmot框架采用改进后深度聚合网络作为

特征提取网络，该特征提取网络采用可变形卷积

适应不同尺度目标。通过不同层级的跳级连接

进行语义信息和空间信息融合，使深度聚合网络

以目标尺度、分辨率为关注点。

2. 2 目标检测分支

目标中心预测分支负责对目标位置和目标

框的尺寸进行回归预测，如图 1所示。检测分支

主要由 3部分组成，其中热图分支负责预测目

标中心点的位置，框回归分支负责预测目标检

测框尺寸，中心点偏移分支负责估计目标中心

点偏移量。图 1给出了 3条分支的仿真图和部

分数值仿真结果。目标真实框的位置记为 pi=

( xi1，y i1，xi2，y i2)，则其目标的中心为 (cix，ciy)，其中

cix= ( )xi1 + xi2 2和 ciy= ( )y i1 + y i2 2，映射到特征

图上的坐标为 (cix，ciy)= (ë ûcix 4 ，ë ûciy 4 )，在热图

( x，y)处的响应为：

Rxy=∑i= 1
N exp

-
( )x- c͂ ix

2
+ ( )y- c͂ iy

2

2σ 2c ， （1）
热图分支中心点的估计的损失函数：

L heat=

- 1
N∑xy

ì
í

î

ïïïï

ïïïï

( )1-R̂xy

a

log R̂xy Rxy=1

( )1-Rxy

β
R̂ a
xy log ( )1-R̂xy otherwise

，

（2）
式中 N为视频帧中目标对象的个数，σc 为标准

差，R̂ 为目标中心点的估计值，α、β 为预定义

参数。

视频帧经过主干网络会产生下采样 4倍的特

征图，当目标的中心点预测结果映射回原图时会

产生 4个像素的误差，因此通过中心点预测偏移
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量弥补误差。视频中目标的尺寸为 si= ( xi2 -
xi1，y i2 - y i1)，真 实 标 签 中 心 点 的 偏 移 量 为 oi=

( cix 4，ciy 4 )- (ë ûcix 4 ，ë ûciy 4 )，则预测的目标尺

寸和中心点偏移量表示为 ŝi和 ôi，框回归和中心

点偏移分支的损失函数为：

L box =∑
i= 1

N

 oi- ô1
1
+ si- ŝi

1
. （3）

2. 3 行人重识别分支

行人重识别分支通过提取的特征向量区分

视频中的不同目标。利用 128个通道的 1× 1的
卷积核在特征图上提取目标的表观特征，在目标

中心 ( x，y)处提取的表观特征为 Ex，y∈ R128。通

过分类损失学习表观特征，假设视频帧的真实目

标框 bi= ( xi1，y i1，xi2，y i2)，目标在热图分支预测的

中心点位置为 ( c͂ ix，c͂ iy)，在特征图上提取表观特征

向量 E c͂ ix，c͂
i
y
，且将该表观特征映射成［0，1］的概率

分布向量 P={ p (k)，k∈ [1，K ] }，将真实标签进

行独热编码 Li(k)，训练时的损失函数为：

L identity =-∑
i= 1

N

∑
k= 1

K

Li( )k log p ( )k ， （4）

式中K为目标类别个数。总体的损失函数：

L det ection = L heat + L box ， （5）

L total =
1
2 ( )1
ew 1
L det ection +

1
ew 2
L identity

+w 1 + w 2

， （6）

式中w 1和w 2是学习参数。

2. 4 数据关联

数据关联部分采用 DeepSort框架。如图 2
所示，DeepSort首先通过级联匹配得到最初的匹

配轨迹集合、未匹配的检测集合和未匹配的轨迹

集合，然后将级联匹配结果中的未匹配轨迹集合

和未匹配检测集合进行 IOU匹配得到最终的匹

配结果。

匹配的轨迹集合作为观测结果进行卡尔曼

滤波更新，经过 IOU匹配得到的未匹检测框集

合。如果连续 3帧都匹配上轨迹，则认为是新的

轨迹，然后进行卡尔曼滤波更新。最终的未匹配

集合依据状态来判断该轨迹是否消亡。卡尔曼

滤波更新得到的轨迹若为确认态则送入级联匹

配，否则送入 IOU匹配。图 2右下角为部分视频

的两次匹配结果。

图 1 Fairmot框架

Fig. 1 Fairmot framework
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2. 5 卡尔曼滤波

卡尔曼滤波主要分为两个阶段，分别为预测

和更新阶段。卡尔曼滤波的预测阶段负责对目

标状态均值和协方差进行预测，如式（7）和式（8）
所示：

xk | k- 1= F k | k- 1 x̂ k- 1 + B k- 1u k- 1 + wk- 1 ，（7）
Pk | k- 1= F k | k- 1Pk- 1F T

k || k- 1 + Qk- 1 ， （8）
式（7）和式（8）中 F为状态转移矩阵，B为控制矩

阵，P为目标变量的方差预测，x̂ k- 1为该时刻的最

优预测值，控制向量为 u k- 1，wk- 1为均值为 0、协
方差为Qk- 1的高斯噪声。观测状态方程：

zk= H k xk+ vk ， （9）
其中 zk为观测值，H k为观测矩阵，vk为观测噪声，

该噪声是均值为 0、协方差为 Rk的高斯噪声。更

新阶段负责通过观测值反馈调节预测阶段的估

计值，如式（10）~（12）所示：

K= Pk | k- 1H
T
k (H k Pk | k- 1H

T
k + Rk)-1 ，（10）

x̂ k= xk | k- 1+ K ( zk- H k xk | k- 1) ， （11）
Pk= Pk | k- 1- KH k Pk | k- 1 ， （12）

式（10）中 K为卡尔曼滤波增益，x̂ k和 Pk为经过反

馈调节后的最优轨迹值和协方差。实验中使用

的状态变量为 x=[ u，v，r，h，u̇，v̇，ṙ，ḣ ]T，( u，v )表
示行人的中心点位置，r为框尺寸的长宽比，h为

高，其余 4个分量表示其速度分量，实验中的状态

转移矩阵和观测矩阵为：

F=

é
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ê

ê

ê

ê

ê

ê

ê

ê

ê

ê

ê
ê
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ê

ê

ê

ê

ê

ê
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ê
ù

û

ú

ú

ú

ú

ú

ú

ú

ú

ú

úú
ú
ú

ú

ú

ú

ú

ú

ú

ú
1 0 0 0 dt 0 0 0
0 1 0 0 0 dt 0 0
0 0 1 0 0 0 dt 0
0 0 0 1 0 0 0 dt
0 0 0 0 1 0 0 0
0 0 0 0 0 1 0 0
0 0 0 0 0 0 1 0
0 0 0 0 0 0 0 1

， （13）

H=

é

ë

ê

ê

ê

ê
êêê
ê

ê

ê ù

û

ú

ú

ú
úú
ú

ú

ú

ú

ú1 0 0 0 0 0 0 0
0 1 0 0 0 0 0 0
0 0 1 0 0 0 0 0
0 0 0 1 0 0 0 0

， （14）

各协方差的初始状态设置为：

ì

í

î

ï

ï

ï
ïï
ï
ï

ï

ï

ï

ï
ïï
ï
ï

ï

ï

ï

P= diag ( )é

ë
ê
êê
ê ù

û
úúúú

2σph 2σph 1e- 2 2σph 10σvh 10σvh
1e- 5 10σvh

T 2

Q= diag ( )[ ]σph σph 1e- 2 σph σvh 1e- 5 σvh
T 2

R= diag ( )[ ]2σph 2σph 1e- 2
T 2

. （15）

3 基于 Fairmot的改进

针对 Fairmot框架的主干网络产生的高维信

息缺乏维度之间的信息交互问题，采用三重注意

力机制，提高对目标中心点的定位能力和特征提

取能力；且由于行人重识别分支的 Softmax损失

图 2 数据关联框架

Fig. 2 Data association framework

780



第 6 期 席一帆，等：基于改进 Fairmot框架的多目标跟踪

函数优化缺乏灵活性，采用 Cirlce Loss根据当前

的状态选择优化程度，使其提取更为精确的身份

嵌入向量。

3. 1 三重注意力机制

针对深度聚合网络后端高维信息缺乏维度

间信息交互的问题 ，通过三重注意力机制［25］

（图 3）进行维度间信息交互。该机制能分别从

(C，H )，(C，W )，(H，W ) 维度捕捉信息产生注

意力掩模。其中的 Z-Pool模块通过最大池化和

平均池化将特征图的第 0维度的通道数降至 2，
使特征图保持丰富语义信息的同时，进一步简化

计算量。其公式如式（16）所示：

Z - Pool= [MaxPool0d ( x)，AvgPool0d ( x) ] .（16）

第一条分支将输入的特征图（C×H×W）以

H为轴进行逆时针旋转 90°得到（W×H×C）的特

征图，首先通过 Z-Pool单元得到（2×H×C），再

利用 k× k 的标准卷积层、批归一化层和 Sig⁃
moid激活函数层产生（1×H×C）的注意力掩模，

然后通过残差连接与（W×H×C）的特征图元素

相乘得到通道维度与空间高维度的注意力热

图，再将特征图进行顺时针旋转 90°得到（C×H×
W），第二条分支与其类似。第三条分支只需捕

捉空间维度的信息，无需旋转，得到空间注意力

效果图。最后通过将 3条分支的注意力热图进行

平均得到最终的注意力效果图。图 3分别给出了

不同维度注意力掩膜作用后的注意效果图，该效

果图是将四维张量在第 1维度压缩可视化得到

的，展示了不同维度信息交互的过程与结果。

3. 2 Circle Loss
深度学习的目标是将类内特征的相似度最

大 化 ，类 间 特 征 的 相 似 度 最 小 化 ，因 此 Circle
Loss［26］概括出一个统一的损失函数表达式：

L uni=log
é

ë

ê
êê
ê
ê
ê1+∑

i=1

K

∑
j=1

L

exp ( )r ( )sjn-sio+m
ù

û

ú
úú
ú=

log
é

ë

ê
êê
ê
ê
ê1+∑

j=1

L

exp ( )r ( )sjn+m ∑
i=1

K

exp ( )r ( )-sip
ù

û

ú
úú
ú
，（17）

式 中 { sip}( i= 1，2，⋯，K ) 为 类 内 相 似 性 得 分 ，

{ sjp}( j= 1，2，⋯，L)为类间相似性得分，r为缩放

系数，m是相似性分类间隔。如果w j为第 j个非

目 标 类 别 的 权 重 向 量 ，样 本 表 示 为 x，将 sjn=
wT

j x ( ) w j  x ，sp=wT
y x ( ) w y  x 代入式（17）

则式（17）退化成AM-Softmax损失：

L am=log
é

ë

ê
êê
ê
ê
ê1+∑

j=1

N-1

exp ( r ( sjn+m ) ) exp ( )-rsp
ù

û

ú
úú
ú=

-log
exp ( )r ( )sp-m

exp ( )r ( )sp-m +∑
j=1

N-1

exp ( )rsjn
，（18）

该损失函数对 sn和 sp优化梯度相等，反向传播时

Z-Pool

Z-Pool

Z-Pool

Conv
sigmoid

H

C
W

H

W
C

Conv
sigmoid

H

C

W

H

W
C

Conv

Identity

H

C
W

Average

Permutation

Input 
Tensor

Triplet 
attention

sigmoid

图 3 三重注意力机制

Fig. 3 Triplet attention mechanism
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的惩罚项是一样的，因此不利于寻找最优点，优

化方式缺乏灵活性。Cirlce Loss 提供一个能够灵

活优化目标的损失函数，其公式如式（19）所示：

L circle = log
é

ë

ê
êê
ê
ê
ê1+∑

i= 1

K

∑
j= 1

L ( )r ( )ajn sjn- anp sip
ù

û

ú
úú
ú=

log
é

ë

ê
êê
ê
ê
ê∑
j= 1

L

exp ( ra j
n sjn)∑

i= 1

K

exp ( )-raip sip
ù

û

ú
úú
ú
，（19）

式中 a j
n、aip为非负权值。此时优化目标为 (ajn sjn-

aip sip)，若相似性得分距最优点较远，则通过较大

的梯度进行梯度下降。自适应更新的权重如

式（20）所示：

ì
í

î

ïïïï

ïïïï

aip= [ ]Op- sip
+

ajn= [ ]sjn- On
+

， （20）

式中On和Op为 sjn、sip的最优点。

4 实验结果与分析

4. 1 实验环境与数据集

实验运行环境为 Ubuntu 16. 04操作系统，

GPU型号为：2块NVIDIA GeForce GTX 1080TI
（11G显存），基于 Pytorch 1. 3深度学习框架。采

用的数据集为 MOT数据集，MOT数据集分为

MOT15、MOT16和MOT17，该数据集包含了静

止或者移动拍摄、低中高角度拍摄以及黑夜等复

杂的环境。实验首先在 CrowedHuman数据集进

行预训练，然后通过MOT16的训练集进行训练，

在MOT15的训练集进行消融实验。对比实验在

MOT15的训练集训练，通过 MOT15测试集测

试。实验超参数设置如表 1所示，实验评价指标

如表 2所示。

4. 2 消融实验

对 Fairmot模型、采用注意力机制的 Fairmot
（Fairmot+A）模型和采用 Circle Loss和注意力

机制的 Fairmot（Fairmot+A+CL）模型进行实

验，结果如表 3所示。

采 用 三 重 注 意 力 机 制 后 ，MOTA 得 到 了

1. 1%的提升，且身份切换次数明显降低。注意力

机制能够提供更可靠的目标检测，从而提升跟踪

精度。Fairmot+A+CL在采用 Circle Loss后相

比原模型在MOTA上提升 3. 3%，且在MOTP、

MT、ML、FM等指标上明显优于原模型。但 Fair⁃
mot+A+CL模型与 Fairmot+A模型相比，IDS
指标上升许多，可能采用 Circle Loss之后对多任

务学习目标检测分支的性能产生影响，产生漏检

或虚检现象，使改进后的模型身份切换指标

表 1 实验超参数设置

Tab. 1 Experimental hyperparameter settings

实验超参数

优化器

动量参数

Batchsize
初始学习率

训练轮数

未改进 ReID Loss
的实验

Adam
0. 9
6

1e-4
45

改进 ReID Loss
的实验

Adam
0. 9
6

1e-4
70

表 2 多目标跟踪评价指标

Tab. 2 Multi-target tracking evaluation index

指标

MOTA
MOTP
IDF1

MT

ML

IDS
FM

含义

跟踪精度，衡量目标轨迹的保持程度

衡量检测器的定位性能

衡量跟踪器身份维持能力

整个视频中超过 80%的时间被正确跟踪的

轨迹个数

整个视频中不超过 20%时间被正确跟踪的

轨迹个数

目标身份的切换次数

轨迹碎片的个数

表 3 3种模型的消融实验在MOT15训练集上的测试结果

Tab. 3 Ablation experiments of the three models tested on the MOT15 training set

模型

Fairmot

Fairmot+A

Fairmot+A+CL

MOTA↑/%

59. 6

60. 7

62. 9

IDF1↑/%

67. 7

66. 5

64. 3

MOTP↑/%

77. 1

76. 8

77. 5

MT↑

171

173

255

ML↓

172

177

123

IDS↓

255

209

232

FM↓

1 439

1 436

1 173

Recall↑/%

70. 7

71

78

Prec↑/%

70. 7

87. 2

84. 3
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上升。

图 4展示了 3种模型的跟踪能力对比。对

于图 4（a）蓝色箭头所指的女士，Fairmot模型上

只在第一个视频帧中检测到该女士，在后续的视

频帧中出现部分遮挡未检测出该行人。待遮挡

结束时，行人身份发生切换。Fairmot+A模型在

前两幅视频帧中跟踪到该女士，采用注意力机制

能够明显提高其跟踪精度，但在遮挡结束时，行

人的身份发生切换。Fairmot+A+CL模型在全

程视频帧中均跟踪到该女士。可见，引入 Circle
Loss之后，增强了行人重识别分支的特征提取能

力，使其能够提取更精确的表观特征。

4. 3 对比实验

如表 4所示，改进后的模型在MOTA、IDF1
和MT上要明显优于其他 4种模型。与原模型相

比，MOTA提升 1. 4%，MT得到稍许提升。引入

注意力机制和 Cirle Loss之后，提高了对目标的

定位能力和跟踪能力，使得提取的表观特征更具

区分性。

如图 5所示，改进模型在目标检测和跟踪上

明显优于其他 4种模型。对远处的小目标，改进

模型跟踪效果最佳。在第 195帧中，改进模型能

准确检测出坐在左侧的行人，而原模型却未检测

出，表明三重注意力机制和 Circle Loss增强了对

目标的定位能力和表观特征表达能力，产生了较

好的跟踪效果（图 6）。

图 6 轨迹跟踪功能展示

Fig. 6 Display of trajectory tracking function

图 4 3种模型在MOT15训练集上的测试结果

Fig. 4 Test results of the three models on the MOT15
training set

表 4 5种模型在MOT15测试集上的对比实验

Tab. 4 Comparative experiments of five models on the
MOT15 test set

模型

DMT［27］

MDP-Subcnn［28］

TRID［29］

Fairmot

Fairmot+A+CL

MOTA
↑/%
44. 5

47. 5

55. 7

60. 6

62. 0

IDF1
↑/%
49. 2

55. 7

61

64. 7

65. 1

MT
↑
250

216

293

343

358

ML
↓
159

134

105

79

88

IDS
↓
684

628

351

591

523

图 5 5种模型在MOT15测试集上的对比效果图

Fig. 5 Comparison of the five models on the MOT15 test set
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5 结 论

本文对 Fairmot框架提出两种改进措施，首

先利用三重注意力机制提高对高维信息的维度

交互能力，产生精确定位；然后通过 Circle Loss
损失函数优化行人重识别分支，使其根据当前距

最优点的距离选择优化目标和程度，提取更精确

的表观特征。实验结果表明，本文所提模型明显

优于其他模型，在MOT15测试集上的跟踪精度

为 62%，IDF1提升至 65. 1%，身份切换降低 68
次。但是对于长时间遮挡的目标，本文方法会发

生身份切换，产生较多的轨迹碎片，未来将着重

研究长时遮挡问题以及模型压缩问题。
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