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融合隐藏状态压缩与空间依赖感知的
Mamba-Transformer雾天目标检测方法

陈 悦， 许 锋*， 宋京昊
（中国刑事警察学院  公安信息技术与情报学院， 辽宁  沈阳  110854）

摘要：在复杂天气与动态场景下，小目标检测易受到雾霾干扰和特征弱化的影响，现有方法在实时性和鲁棒性方面仍存

在不足。为此，本文旨在构建一种兼具高效性与强鲁棒性的检测模型，以提升雾天小目标检测性能。本文提出基于  
Mamba-Transformer 的混合状态空间检测网络 HS-MambaDet。首先设计融合隐藏状态压缩与状态空间建模的 HSM-

SSD 骨干结构以降低计算复杂度；随后引入包含高频感知模块与空间依赖感知模块的多尺度频空融合器（MFSF），强化

小目标的细节表达与空间上下文建模。整体框架采用 CNN、Transformer 与 Mamba 的混合架构，分别实现局部特征提

取、全局上下文建模与线性递归结构的高效结合。在 RTTS 与 CityScapes 数据集上的大量实验表明，HS-MambaDet 在
精度与效率上均优于当前主流模型。完整模型在 RTTS上的预测精度为 87. 3%、召回率为 73. 1%、mAP@0. 5为 81. 2%、

mAP@（0. 5~0. 95）为 51. 0%，分别较对比模型最高提升 3. 8%、3. 9%、3. 6% 和 3. 3%；同时推理时间为 0. 26 s，保持了

良好的实时性。此外，在小目标场景中，本模型的 mAP@0. 5 提升最多达 4. 4%，并在跨雾强度测试中表现出更强的泛化

能力。HS-MambaDet通过引入高效的隐藏状态压缩机制与多尺度频空融合结构，有效增强了雾天条件下对小目标的细

节感知和空间建模能力，在检测精度、鲁棒性与推理效率上均取得显著优势，为动态恶劣环境中的实时目标检测提供了

一种可行且高效的解决方案。
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Abstract： Object detection in foggy and dynamic environments remains challenging， especially for small 
objects whose features are easily degraded by low visibility.  Existing methods often suffer from insufficient 
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robustness and limited real-time performance.  This study aims to develop a high-efficiency and highly 
robust detection framework tailored for foggy small-object detection.  We propose HS-MambaDet， a 
hybrid state-space detection network built upon the Mamba-Transformer architecture.  A hidden-state 
compression-enhanced backbone（HSM-SSD） is designed to reduce computational overhead while preserving 
global dependency modeling.  Additionally， a Multi-scale Frequency-Spatial Fusion（MFSF） module—
consisting of a high-frequency perception branch and a spatial dependency modeling branch— is introduced 
to enhance fine-grained details and long-range spatial relations for small objects.  The overall framework 
integrates CNN， Transformer， and Mamba components to jointly capture local textures， global context， 
and efficient sequential dependencies.  Extensive experiments on the RTTS and CityScapes datasets 
demonstrate that HS-MambaDet outperforms mainstream SOTA models in both accuracy and efficiency.  
On RTTS， the complete model achieves 87. 3% precision， 73. 1% recall， 81. 2% mAP@0. 5， and 51. 0% 
mAP@（0. 5~0. 95）， exceeding the best comparison baselines by up to 3. 8%， 3. 9%， 3. 6%， and 3. 3%， 
respectively.  The inference time remains low at 0. 26 s， ensuring real-time capability.  In small-object 
scenarios， HS-MambaDet improves mAP@0. 5 by up to 4. 4%， and cross-domain tests under varying fog 
intensities further verify its superior generalization and robustness.  By combining hidden state compression 
with multi-scale frequency-spatial fusion， HS-MambaDet effectively enhances fine-detail perception and 
spatial dependency modeling under foggy conditions.  The proposed framework achieves strong performance 
in accuracy， robustness， and inference speed， offering a practical and efficient solution for real-time object 
detection in adverse weather and dynamic environments.
Key words： object detection； Mamba； high-frequency perception； fusion hidden state compression

1 引 言

目标检测（Object Detection， OD）是计算机

视觉领域的核心任务，旨在对图像或视频中感兴

趣的目标进行识别与定位［1］。在实际应用中，如

自动驾驶、交通监控、无人机巡检和安防系统［2］，

模型往往需要在复杂天气［3］（如雾、雨、低照度等）

和动态道路环境下实现实时且高精度的检测。

此外，在小目标检测［4］中，由于目标尺寸较小，其

特征表达十分有限，在恶劣天气干扰下更容易被

掩盖或模糊，导致检测性能显著下降［5］。因此，如

何在复杂天气道路场景下实现对小目标的实时、

高效、鲁棒检测仍是一个亟待解决的问题。

近年来，基于深度学习的检测框架在常规目

标 检 测 任 务 中 已 取 得 显 著 进 展 。 例 如 ，FPN
（Feature Pyramid Network）［6］通过多尺度特征融

合提升了对不同尺寸目标的感知能力，但其对小

目标的细节增强不足，同时在下采样与跨层对齐

时容易引入误差。卷积神经网络（CNN）［7］虽具

备较强的局部感知能力，但在长距离依赖建模与

全局语义捕获方面存在先天不足。

Transformer 架构［8］凭借全局自注意力机制

在长距离依赖建模上表现出色，但其计算复杂度

随序列长度呈二次方增长（O（N²）），导致训练和

推理时的高内存消耗与计算延迟。这一固有缺

陷使 Transformer 在处理高分辨率图像或要求实

时性的检测任务时面临严峻挑战，限制了其在资

源受限场景（如移动端、嵌入式设备）中的部署。

相比之下，近期提出的 Mamba 状态空间模型

（State Space Model， SSM）凭借其线性复杂度和

递归结构，在语言建模和视觉任务中展现出优越

的效率与表现。

Mamba 的递归结构使其能够自适应地聚焦

于重要信息，过滤无关噪声，这一特性对于雾天

等退化场景中的特征选择尤为有利。然而，标准

Mamba 模型采用因果（单向）建模方式，其序列递

归机制在建模全局语义信息时存在一定局限，难

以在单次前向传播中实现对全局上下文的同步

感知。而视觉任务（尤其是目标检测）往往需要

同时整合局部细节与全局语义信息才能做出准

确预测。尽管相比自注意力机制，Mamba 在推理

速度和内存利用方面具有显著优势，但其全局信
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息交互能力仍有待进一步加强。尽管已有工作

尝试引入双向 SSM 或结合卷积、Transformer 等
混合结构，但这些方法仍存在延迟增加、训练不

稳定或过拟合风险等问题。

为此，本文提出一种基于 Mamba-Transformer
的新型混合状态空间检测网络 HS-MambaDet，
主要有以下 3 方面的贡献：

（1）提出一种基于 Mamba-Transformer 的混

合架构，显著增强了模型在捕获全局特征以及空

间依赖建模的能力，弥补了传统视觉 Mamba 模

型在图像处理方面的劣势；

（2）提出一种基于融合隐藏状态压缩与状态

空间建模的骨干结构 HSM-SSD，通过降低计算

过程中的状态数来降低算法的计算复杂度；

（3）提出包含高频感知模块与空间依赖感知

模块的多尺度频空融合器（MFSF），分别针对小

目标特征弱、空间感知不足的问题，显著提升了

模型在复杂天气下的鲁棒性；

（4）构建完整的 HS-MambaDet 框架，并在

RTTS 和 CityScapes 数据集上进行了系统实验，

结果表明，该方法在准确性和效率上均优于现有

SOTA 模型。

2 相关工作

在计算机视觉发展历程中，基于卷积的模型

自 AlexNet［9］提出以来长期占据主导地位。为提

升模型表达能力，研究者尝试将 Transformer的设

计理念融入卷积架构，例如 ConvNeXt［10］通过增

加网络宽度、采用大卷积核和层归一化对 ResNet
进行重构，实现了与 Transformer 相媲美的性能；

RegNet［11］通过系统性空间分析推进网络设计；

EfficientNet［12］则通过神经架构搜索与渐进式学

习优化效率权衡。然而，这类模型受卷积操作的

局部性限制，难以建立有效的长距离依赖关系。

基于 Transformer 的模型通过自注意力机制

突破了这一限制，显著扩大了感受野范围。但

ViT［13］模型不仅缺乏 CNN 固有的归纳偏差，还需

要大规模数据支撑。为此，DeiT［14］引入知识蒸馏

策略提升小数据集上的训练效果，Swin Trans⁃
former［15］通过分层结构和移位窗口机制平衡局部

与全局表征，PVT［16］则通过空间可分离注意力与

金字塔结构提升计算效率。尽管如此，自注意力

机制的二次计算复杂度仍制约着其在计算敏感

场景中的应用。

为兼顾 CNN 的局部特征提取能力与 Trans⁃
former的全局建模优势，研究者提出了多种混合架

构。CoAT［17］与CrossViT［18］通过卷积与注意力的协

同设计增强特征学习；NextViT［19］将类 CNN 处理

系统化融入 Transformer 结构；EfficientFormer［20］

与 FasterViT［21］则致力于优化效率与精度的平

衡，通过精心设计的混合架构实现优异性能。

近年来，状态空间模型 Mamba 因其线性计

算复杂度在视觉任务中展现出潜力。Vim［22］提

出双向 SSM 公式以增强空间理解，但双向处理

增加了计算开销；VMamba［23］通过交叉扫描模块

实现四向选择性扫描，并结合深度卷积与多分辨

率结构优化视觉表征，然而其感受野仍受扫描路

径限制；EfficientVMamba［24］采用多分辨率混合

设计，在高分辨率阶段使用 CNN，低分辨率阶段

使用 SSM，显著提升准确率与吞吐量；SiMBA［25］

虽通过 EinFFT 通道建模改善训练稳定性，但对

空间关系的理解仍存在局限。

在复杂感知环境下，空间结构建模不足往往

会进一步放大弱目标与背景之间的混淆问题，尤

其是在小目标检测任务中表现得尤为明显。针

对红外小目标检测场景，王伯霄［26］等提出了一种

难点注意力感知网络，通过引导模型关注难以区

分的关键区域，有效增强了弱目标特征的表达能

力。针对水下声呐目标检测问题，何梦云［27］等从

通道调控角度出发，提出了一种弱特征共焦通道

调控方法，在复杂噪声背景下提升了模型对弱特

征的感知与辨别能力。上述研究表明，在复杂

环境条件下，通过引入针对弱特征和关键区域的

建模机制，有助于缓解空间信息不足带来的检测

性能退化问题，但其在复杂天气视觉场景中的

适用性与统一建模方式仍有待进一步研究。这

些探索为视觉 Mamba 模型的发展奠定了基础，

但如何实现全面准确的空间理解仍需进一步

探索。

3 HS-MambaDet 方法

3. 1　整体框架

如图 1 所示，HS-MambaDet主干网络有一个

由 4 个不同阶段组成的层次结构，其中每个阶段
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的输出特征记作｛C2，C3，C4，C5｝最终会被送入目

标检测网络用于最终的目标检测任务。前两个

阶段包括基于 CNN 的层，用于在更高的输入分

辨率下快速提取特征，而第 3 和第 4 阶段包括提

出的 Mixer 和自注意力块。具体而言，给定尺寸

为 H×W×3 的图像，首先将输入转换为尺寸为

H/4×W/4×3 的重叠块，并由两个连续的 3×3 的

CNN 层组成的特征提取前端（Stem）模块投影

到 C 维嵌入空间中。两个阶段之间的下采样器

由一个 3×3 的步长为 2 的 CNN 层组成，该层将

图像分辨率降低了 1/2。此外，阶段 1和阶段 2的

CNN 块遵循式（1）和式（2）所 示 的 通 用 残 差 块

公式：

ẑ = GELU ( )BN ( )Conv3 × 3 ( )z  ， （1）

z = BN (Conv3 × 3 ( ẑ) )+ z ， （2）
其中，GELU 和 BN 分别表示高斯误差线性单元激

活函数和批归一化。

如图 2 所示，在经过前两个阶段的快速特征

提取之后将提取的特征送入两个阶段的 Mamba
混合器进行后续处理。每个混合器包含一个基

于 HSM-SSD 的 Mixer 模块和一个基于注意力机

制的多头注意力模块。这个过程可以用式（3）所

示的过程表示：

zout = Mixer ( z ) . （3）

此外，要注意的是，本文用正则卷积代替因果

卷积，因为因果卷积将影响限制在一个方向上，

这对于视觉任务来说是不必要的和限制性的。

在 Mamba 模块中设计了一个基于隐藏状态的压

缩的 HSM-SSD 模块，此外，本文添加了一个没有

SSD 的对称分支，由额外的卷积和 Sigmoid Linear 
Unit （SiLU）激活组成，以补偿由于 SSD 的顺序

约束而丢失的任何内容。然后将两个分支的输

出连接起来，并通过最后的线性层进行投影。这

个过程可以表示为：

X 1 = HSM - SSD (σ (Conv (Linear (X in) ) ) ) ，（4）

X 2 = σ (Conv (Linear (X in) ) ) ， （5）

X out = Linear (Concat (X 1，X 2) ) ， （6）
其中：X in 是 HSM-SSD 模块的输入，X out 是该模块

的最终输出。这种组合确保最后的特征表示结

合了顺序信息和空间信息，利用了这两个分支的

优势。

在经过 HSM-SSD 处理后，本文使用一个通

用的多头自注意机制来捕获全局注意力关系，以此

弥补 Mamba机制中对于上下文关系的缺失：

图 1　HS-MambaDet模型框图

Fig. 1　Block diagram of HS-MambaDet model

图 2　混合器模块

Fig. 2　Mixer module
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Attention ( )q，k，v = Softmax ( )qk⊤

d h

v ，（7）

其中：q、k、v分别表示查询、键和值；dh 代表缩放

因子，取值为键向量 k的特征维度。此外，本文所

提框架允许以类似于先前工作的窗口方式计算

注意力。

在经过 HS-MambaDet 主干网络 4 个阶段的

处理后，每个阶段的中间特征｛C2，C3，C4，C5｝都将

被保存并送入高频与空间感知检测网络中进行

最终的目标检测。

3. 2　基于 HSM-SSD的 Mamba混合器

HSM-SSD 模块不仅通过隐藏状态压缩显著

降低了计算复杂度，更重要的是，通过在低维隐藏

状态空间中进行特征混合与门控，有效缓解了深层

网络中因特征传递导致的小目标细节湮没问题，

从而为后续检测模块提供了更丰富、更鲁棒的特

征表示。本文简要讨论已有工作中 NC-SSD 层的

计算成本。NC-SSD 层的整个过程可以概括为：

B̂， C， Δ， x， z = Linear ( x in) ， （8）

a， B = Discretization ( â，B̂，Δ) ， （9）

B， C， x ≔ DWConv (B，C，x) ， （10）
y = NC - SSD ( x，a，B，C ) ， （11）

xout = Linear ( y⊙σ ( z) ) ， （12）
其中：x in， xout， x， z∈RL×D，σ 为激活函数。在核大

小不变的情况下，计算代价为 O (LD 2 + LND )。
考虑到状态 N 的数量通常比通道 D 的数量小得

多（即 N≪D），总体的复杂性主要是由产生 xout、

x、z 所 涉 及 的 线 性 投 影 所 驱 动 的 ，从 而 导 致

O (LD 2)。因此，优化 SSD 块中的线性投影对于

可伸缩性至关重要。

为此进一步深入研究优化这些计算以实现有

效的层设计。NC-SSD可分解为两步。首先，利用

重要性权重 a∈RL，通过输入状态 B∈RN×D 的加权

线性组合，得到共享的全局隐藏状态 h∈RN×D。其

次，每个输入对应的输出是通过用其对应的 C∈
RL×N投影一个隐藏状态生成的。在这里，如果将

投影的输入 x 表示为 x in，W in 去除了 DWConv，那
么等式（13）成立：

h = h inW in ， （13）
其中：h in ∈ RN × D，W in ∈ RD × D。通过计算 hin 可以

在隐藏状态空间上执行一个线性投影。这种方

法 将 依 赖 于 状 态 数 的 成 本 从 O (LD 2) 降 低 到  

O (ND 2)。换句话说，可以通过调整状态的数量，

使 N≪L 来降低该层的主要成本。

为此，本文采用隐藏状态混合的 SSD （Hidden 
State Mixer-based SSD， HSM-SSD）模块。其核

心思想是：将通道方向上的混合与门控操作从输

入特征空间迁移到低维的隐藏状态空间中进行，

从而降低整体计算开销。

本文关注的是一个共享的全局隐藏状态 h。
请注意，隐藏状态 h 本身是一个简化的潜在数组，

它用一个显著更小的序列长度 n 压缩输入数据。

基于这一观察，本文提出了一个隐藏状态混合

器，它直接在简化的潜在数组 h 上执行信道混合，

包括门控制和输出投影，如图 3 所示。为此，本文

将 NC-SSD 层的输出近似如下：

xout = f ( y)= Linear ( y⊙σ ( z) )=

(Ch⊙σ ( x inW z) )W out ≈
C (h⊙σ (h inW z) )W out = Cf (h)， （14）

式中：y=Ch， f 表示门控函数的通道混合，然后

与可学习矩阵W out（W out∈RD×D）进行线性投影。

与原始 NC-SSD 层（先计算 Ch 然后馈送到 f）相

反，本文使用 HSM 直接将门控和投影应用于隐

图 3　HSM-SSD 模块

Fig. 3　HSM-SSD module
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藏状态。然后，通过用投影更新的隐藏状态来生

成最终输出 xout。因此，HSM-SSD 模块的复杂度

从 O (LD 2 + LND )变为 O (ND 2 + LND )，而 N远

小于L，随着N的减小这项计算开销可以忽略不计。

3. 3　基于高频感知与空间依赖的目标检测模块

尽管基于 Mamba 的状态空间模型在视觉任

务中展现出处理长序列依赖和线性计算复杂度

的优势，但在应对雾天场景下的小目标检测任务

时仍存在明显局限。首先，雾霾导致的图像退化

主要表现为低频成分的扩散与高频细节的衰减，

而 Mamba 模型的递归机制更倾向于捕获序列中

的主导模式，对高频细节的敏感度不足，难以有

效恢复因雾霾而弱化的边缘与纹理特征。其次，

小目标在图像中占据像素有限，其特征表达极易

在深层网络中湮没，Mamba 模型虽能建模长程依

赖，但其隐藏状态在序列传递过程中可能过度平

滑化，不利于微小目标的精确定位与判别。此

外，传统特征金字塔网络（FPN）通过简单的多尺

度特征融合，虽在一定程度上提升了对不同尺寸

目标的感知能力，但其在融合过程中缺乏对跨尺

度特征间显式的空间依赖关系建模，限制了模型

在复杂雾天背景下对模糊小目标的上下文推理

能力。

为解决上述问题，本文提出了一种新颖的多

尺度频空融合器（Multi-scale Frequency-Spatial 
Fusion， MFSF）。该模块通过协同作用的高频

感知模块（HFP）与空间依赖感知模块（SDP），分

别针对性地强化雾天退化图像中的细节信息与

空间上下文关系，从而有效弥补了纯 Mamba 模

型在细节感知与复杂空间关系建模方面的不足，

通过 MFSF 处理后的多尺度特征再送入后续的

检测头中，显著提升了模型在恶劣天气条件下的

检测鲁棒性。具体而言，HFP 模块通过引入高通

滤波操作，显式提取并增强特征图中的高频成分

（如边缘、纹理等细节信息），从而抵抗雾霾对图

像细节的掩盖效应；SDP 模块则通过跨尺度交叉

注意力机制，建模不同层级和位置之间的空间依

赖关系，捕获远程空间上下文信息，提升特征对

齐能力和语义一致性，为小目标提供更丰富的上

下文支撑。

3. 3. 1　高频感知模块

本文提出的高频感知模块如图 4 所示。在雾

天条件下，图像的高频成分（如边缘、纹理等细节

信息）往往受到严重衰减，而 Mamba 机制虽然擅

长建模序列依赖，但对高频细节的敏感度相对不

足。HFP 模块的设计初衷正是为了弥补这一缺

陷，通过与 HSM-SSD 模块形成功能互补，共同

提升模型对雾天小目标的感知能力。HFP 首先

对输入特征 Ci 应用高通滤波器以获得高频响应

Fi，其尺寸与 Ci相同。随后，Fi分别作为两通道的

输入，用于生成通道注意力权重 ucp与空间注意力

权重 usp，这个过程可以表示为：

Y 1 = Conv1 × 1 (sigmoid (GAP (Fi) ) ) ，（15）

Y 2 = Conv1 × 1 (sigmoid (GMP (Fi) ) )， （16）

图 4　高频感知模块

Fig. 4　High-frequency perception module
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ucp = sigmoid (Conv1 × 1 (concat (Y 1，Y 2) ) )， （17）

usp = sigmoid (Conv1 × 1 (Fi) )， （18）
其中，GAP 和 GMP 分别是全局平均池化和全局

最大池化。

这些权重分别在空间维度与通道维度上进

行广播，并与 Ci做逐元素相乘。最后，来自两通

道的结果相加，并通过一个 3×3 卷积，得到 HFP
的输出，记作 C HFP

i 。

3. 3. 2　空间依赖感知模块

HS-MambaDet 主干网络通过 HSM-SSD 模

块和注意力机制已经具备了较强的序列建模能

力，但在复杂的雾天场景中，单纯依靠序列建模

难以充分捕获图像中物体间的空间结构关系。

Mamba 模型虽然在线性复杂度下实现了长序列

建模，但其扫描机制在处理二维图像空间关系时

仍存在固有局限。为此，本文设计了空间依赖感

知模块（SDP），旨在建立跨尺度的空间依赖关

系，增强模型对雾天环境中空间上下文的感知能

力。本文设计的空间依赖感知模块用来捕获

｛Ci，Pi｝中像素之间的映射，其中 Pi是特征金字塔

中用于最后检测任务的特征。注意机制精通于

捕获远程依赖关系，使得来自较低层次特征 Ci的

像素不仅能够与 Pi中相同空间位置的像素交互，

而且能够与更大范围的像素交互。

如图 5 所示，本文首先对 Pi进行上采样以匹

配 Ci的大小，并将上采样的特征命名为 P u
i + 1。随

后，本文通过 3 个独立的 1×1 卷积计算查询（q）、

键（k）和值（v）矩阵，其中 q来自 Ci 和 k，v来自

P u
i + 1。接下来将｛q，k，v｝矩阵划分为多个特征

块。然后从｛q，k｝中提取相应的特征块 qj和 kj （1
≤j≤n， qj， kj∈RH 5 × W 5 × C），计算它们的相似度，得

到相似矩阵 aj。最后，对 v对应块 vj 中的每个特

征点进行 aj加权，生成具有丰富空间依赖性和高

级语义的特征块。对 q的每个特征块应用交叉注

意机制后，将这些特征块根据其空间位置进行聚

合，形成一个具有丰富空间依赖性的新特征，并

将其添加到 Ci 中。这一过程有效地丰富了微小

对象的特征内容，并为其注入了高级特征的丰富

语义。

最后融合后的特征 C SDP
i 被送入具体的检测

头中用于目标检测任务。

4 实验结果与讨论

4. 1　实验准备

在硬件方面，本文使用 NVIDIA RTX A6000 
GPU 进行模型训练和推理。在软件方面，使用

PyTorch 深度学习环境。所有模型使用 AdamW
优化器，批大小为 16，学习率为 4e−3。模型的阶

段 3 和阶段 4 中的自注意力使用的窗口大小分别

为 14 和 7。本文使用 RTTS 数据集与 CityScapes
数据集来评估模型的性能。

图 5　空间依赖感知模块

Fig. 5　High-frequency perception module
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4. 2　实验结果与对比分析

4. 2. 1　消融实验结果

首先验证本文所提出方法中各个模块的有效

性，依次测试了去除掉主干网络中的注意力模

块、高频感知检测网络和基于隐藏状态的 HSM-

SSD模块时的性能。从表 1可以看出，去掉这些模

块后模型性能有不同程度的下降，其中去掉高频

感知检测网络和注意力模块后的预测精度、召回

率、mAP@0. 5 和 mAP@（0. 5~0. 95）值分别下降

了 3. 4%、4. 2%、3. 6% 和 4. 5% 与 2. 3%、3. 5%、

3. 1% 和 3. 8%，而使用普通 SSM 模块替换 HSM-

SSD 模块后性能下降并不显著，这说明注意力模

块和高频感知检测网络对图像特征感知更加精

细，对性能影响最大。

虽然 HSM-SSD 模块对性能影响较小，但是

相比于普通 SSM 模块，其在推理时间上的优势

较为明显，注意力模块则会对模型推理时间有较

大影响，而使用普通的 FPN 网络进行目标检测和

本文的高频感知检测网络对推理时间影响不大，

这也说明本文的高频感知检测网络不会对实际

部署中的实时性产生较大影响。

4. 2. 2　目标检测结果对比分析

为了验证所提方法的有效性，本文选取了

CNN 模 型 ConvNeXt、Transformer 模 型 ViT、

CNN-ViT 混合模型 CoAT 以及 VMamba 进行对

比实验。实验结果如表 2 与图 6 所示。

实验结果表明，本文所提模型在所有评价指

标上均达到最优性能。具体而言，在预测精度方

面，本文模型较表现次优的 CoAT 高出 0. 6%；在

召回率方面，领先 ViT 模型 1. 3%；在 mAP@0. 5
指标上，比混合模型提高了 1. 1%。尤其值得注

意的是，尽管基于 Transformer 的模型在性能上

接近本文方法，但其计算复杂度和推理时间显著

高于本文模型，限制了其在实时检测任务中的应

用可行性。而 VMamba 与 ViT 性能相近，但是在

推理时间上有着显著优势，证明了其在实时目标

检测任务中的巨大潜力。 HS-MambaDet 兼顾

ViT 与 VMamba 的优势，既在性能上取得较大优

势又具有较短的推理时间。此外，尤其需要注意

的是，本文所提模型在 mAP@（0. 5~0. 95）指标

上相较于其他模型有着更大的优势，这正是因为

我们针对雾天特点专门设计的模型结构带来的

增益。

在模型复杂度方面，本文模型展现出优异的

效率与可部署潜力。具体而言，本模型参数量为

45. 2M，虽略高于 ConvNeXt （28. 9M）与 VMamba 
（32. 6M），但 显 著 低 于 ViT （86. 4M）与 CoAT
（75. 8M），表明本结构通过引入适度增加的参

表 1　消融实验结果

Tab. 1　Ablation experiment results

模块

去除注意力模块

去除高频感知检测网络

去除 HSD 模型

完整模型

预测精度/%
83. 9
83. 1
86. 2
87. 3

召回率/%
69. 5
70. 8
71. 9
73. 1

mAP@0. 5/%
77. 7
78. 1
80. 1
81. 2

推理时间/s
0. 22
0. 25
0. 28
0. 26

mAP@（0. 5~0. 95）/%
47. 2
46. 5
49. 5
51. 0

FLOPs/G
39. 8
41. 3
44. 9
45. 6

表 2　不同模型的对比结果

Tab. 2　Comparison results of different models

模型

HS-MambaDet
ConvNeXt

ViT
CoAT

VMamba

预测精度/%
87. 3
83. 5
85. 7
86. 7
85. 1

召回率/%
73. 1
69. 1
71. 8
72. 2
70. 4

mAP@0. 5/%
81. 2
77. 6
79. 3
80. 1
78. 5

推理时间/s
0. 26
0. 25
0. 42
0. 51
0. 35

mAP@（0. 5~0. 95）/%
52. 4
48. 1
49. 6
50. 8
48. 9

参数量/M
45. 2
28. 9
86. 4
75. 8
32. 6

FLOPs/G
45. 6
78. 2

190. 5
120. 3
35. 8
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数，有效融合了多架构优势。更为关键的是，在

衡量实际计算负载的 FLOPs 指标上，本文模型

（45. 6G）不仅远低于 ViT 与 CoAT 等重型模型，

与计算高效的 VMamba （35. 8G）亦处于同一量

级，却带来了显著的性能提升。这一结果印证了

所提出的 HSM-SSD 骨干结构在压缩隐藏状态、

降低计算复杂度方面的有效性，使本文模型以可

控的参数增长为代价，实现了更高的计算效率与

更优的性能表现，奠定了其在资源敏感场景下的

应用基础。

综上所述，本文方法不仅在检测精度、召回

率，mAP@0. 5 和 mAP@（0. 5~0. 95）四个核心指

标上都优于现有主流模型，而且保持了较低的计

算开销，显示出在实时和高精度需求场景下的综

合优势与实用价值。

4. 2. 3　可视化结果

为了展示本文算法对不同程度雾天目标的

识别效果以及验证其鲁棒性，将所提方法与主流

模型的检测效果进行对比，选取 3 种场景：薄雾  
（Light Fog）、中雾（Moderate Fog）和浓雾（Dense 
Fog）。

如图 6 所示，对于薄雾场景各主流模型均能

有效检测出车辆目标，这是因为天气原因对图像

干扰较少，这种情况下噪声较少，模型提取特征

更加凝练，即使如此，本文所提方法依然取得了

更高的置信度。对于中雾场景，ConvNeXt 由于

主要捕获局部纹理信息，在受到干扰之后已经出

现漏检，可以看出对于两个远处的车辆以及公交

车共计 3 处出现了漏检。ViT 模型虽然有更强大

的全局上下文建模能力，但是和 VMamba 一样均

出现了两处漏检。CoAT 兼顾全局与局部特征，

除了远处的公共汽车之外能够全部检测出来，本

文所提出的 HS-MambaDet 能够很好地处理高频

信息，对于远处公共汽车也能准确检测出；对于浓

雾场景，由于雾天能见度过低及车辆目标被电线

遮挡，边缘信息等局部特征的检测受到干扰，目

标识别的难度大幅提高。如图 6 所示，ConvNeXt
对于浓雾中的小目标和受遮挡目标已经出现多

处漏检。而其他方法由于其同样无法有效分离

图像中的高低频成分，对于模糊小目标已经出现

数量不等的漏检。本文所提方法通过综合全局

注意力和局部细节以及高频分量提取，在较大的

干扰下仍然成功检测出小目标以及被遮挡车辆，

有效减少了雾天场景的漏检情况，表现出优越的

检测准确性和强大的鲁棒性，展现出较高的实际

应用潜力。

4. 2. 4　复杂场景检测结果

为评估模型在复杂多目标场景下的泛化性

能，本文对行人、汽车、公共汽车、自行车和摩托车

5类目标进行了分类别测试。定量结果（表 3~表 6）
表明，HS-MambaDet 在所有目标类别上均取得

了最优或接近最优的综合性能。具体来看，在核

薄雾 中雾 浓雾

(a) 实图
(a) Ground truth

(b) HS-MambaDet模型
(b) HS-MambaDet

(c) ConvNeXt模型
(c) ConvNeXt

(d) VMamba模型
(d) VMamba

(e) Vit模型
(e) Vit

(f) CoAT模型
(f) CoAT

图 6　雾天检测可视化结果

Fig. 6　Visualization results of object detection in foggy scenes
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心指标 mAP@（0. 5~0. 95）上，本文模型相较于

表现最佳的基线模型，在行人、汽车、公共汽车、

自 行 车 和 摩 托 车 类 别 上 分 别 实 现 了 2. 6%、

2. 1%、2. 1%、1. 8% 和 1. 2% 的性能提升，表现

出精准检测的强大能力。同时，在预测精度、召

回率与 mAP@0. 5 上，HS-MambaDet也展现出全

面优势，特别是在“公共汽车”和“自行车”等难以

识别的类别上提升更为显著，充分证明本文所提

方法生成的特征表示具备更强的判别性，能够有

效应对复杂场景下多类别目标精确识别与定位

的挑战。

为从分类器判别能力角度进一步评估各模

型在多类别目标上的性能，本文绘制了各类别的

精确率 -召回率（P-R）曲线与受试者工作特征

（ROC）曲线，如图 7 所示。

在 P-R 曲线中，曲线下的面积（AUC）直观反

映了模型在精度与召回率之间的均衡能力。可

以观察到，本文所提 HS-MambaDet 模型的 P-R
曲线最为饱满，覆盖面积最大，尤其在召回率提

升时其精度衰减最为缓慢，这表明该模型在保持

高查全率的同时，依然能维持优异的查准性能，

有效降低了误检风险。相比之下，CoAT 模型表

现次之，而 ConvNeXt 模型的曲线在低召回率后

便迅速下降，表明其难以在复杂场景中同时兼顾

高精度与高召回率。

在 ROC 曲线中，HS-MambaDet 的曲线最逼

近左上角，其 AUC 值最高，证明该模型在所有类

别上均拥有最优的二分类判别能力，能最好地区

分前景目标与背景干扰。ViT 与 VMamba 模型

的 ROC 曲线表现相近且处于中游水平，这与表 2
中的整体性能排名相符。

曲线分析结果与前述定量指标高度一致，共

同验证了 HS-MambaDet 所融合的全局上下文与

局部细节特征能够显著提升模型的特征分辨力，

从而在复杂多目标场景下实现更精准的类别

识别。

为进一步从类别维度剖析模型的判别能力，

本文提供了归一化混淆矩阵的可视化结果（图 8~
图 12）。对比分析可知，HS-MambaDet 的混淆矩

阵呈现出最集中、最显著的对角线分布，表明其

在不同类别上的分类置信度最高，识别最准确。

具体而言，本模型在“汽车”与“行人”等主要类别

上保持了极高的查全率，同时显著降低了类别间

的误判，例如“自行车”与“摩托车”这两个形态相

似类别间的混淆程度为所有模型最低。相比之

下，ConvNeXt 与 VMamba 等模型则在对角线外

表 4　召回率结果

Tab. 4　Recall results

模型

HS-MambaDet
ConvNeXt

ViT
CoAT

VMamba

召回率/%
行人

77. 4
74. 1
74. 9
76. 2
75. 6

汽车

79. 8
75. 2
77. 8
78. 5
77. 4

公共汽车

56. 7
52. 5
54. 1
55. 5
54. 4

自行车

59. 2
54. 0
56. 5
57. 8
55. 7

摩托车

65. 4
60. 5
62. 4
63. 8
61. 8

表 6　mAP@（0. 5~0. 95）结果

Tab. 6　mAP@（0. 5~0. 95） results

模型

HS-MambaDet
ConvNeXt

ViT
CoAT

VMamba

mAP@（0. 5~0. 95）/%
行人

51. 3
46. 0
48. 3
48. 7
48. 0

汽车

56. 6
52. 2
54. 1
54. 5
53. 7

公共汽车

39. 8
36. 1
37. 1
37. 7
36. 7

自行车

42. 9
38. 7
40. 4
41. 1
39. 9

摩托车

46. 9
43. 0
45. 1
45. 7
44. 3

表 3　预测精度结果

Tab. 3　Prediction accuracy results

模型

HS-MambaDet
ConvNeXt

ViT
CoAT

VMamba

预测精度/%
行人

92. 2
87. 2
89. 2
90. 8
88. 5

汽车

96. 8
93. 5
94. 5
96. 0
94. 5

公共汽车

72. 7
66. 8
69. 5
71. 2
68. 5

自行车

76. 6
71. 5
74. 3
75. 5
73. 0

摩托车

74. 0
61. 6
68. 5
69. 0
64. 0

表 5　mAP@0. 5结果

Tab. 5　mAP@0. 5 results

模型

HS-MambaDet
ConvNeXt

ViT
CoAT

VMamba

mAP@0. 5/%
行人

85. 9
81. 3
83. 8
84. 5
83. 6

汽车

91. 0
87. 5
89. 4
90. 2
89. 2

公共汽车

66. 6
61. 5
64. 0
65. 2
63. 3

自行车

69. 9
65. 6
67. 8
68. 5
67. 1

摩托车

74. 3
70. 7
72. 6
73. 5
72. 4
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图 7　各模型的 P-R 曲线与 ROC 曲线

Fig. 7　P-R curves and ROC curves of the models
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出现更多显性响应，表明其存在更多的误识别情

况。这一可视化证据与前述定量指标相互印证，

共同证明了 HS-MambaDet 所融合的全局上下文

与局部细节特征能够有效提升模型的特征分辨

力，从而在复杂多目标场景下实现更精准的类别

识别。

特别地，在小目标检测场景中，本文所提方法

表现出更强的鲁棒性和细节感知能力。本文选

取了存在较多小目标的场景图进行测试，从表 7中

可以看出，在小目标场景下 HS-MambaDet的基于

高频感知的检测方法相比于其他方法能够展现

表 7　小目标检测结果

Tab. 7　Small target detection results

模型

HS-MambaDet
ConvNeXt

ViT
CoAT

VMamba

预测精度/%
81. 2
76. 5
79. 2
80. 5
78. 9

召回率/%
68. 6
64. 1
66. 7
67. 8
66. 3

mAP@0. 5/%
76. 7
72. 3
74. 1
75. 0
73. 7

图 10　混淆矩阵（ViT）

Fig. 10　Confusion matrix （ViT）

图 8　混淆矩阵（HS-MambaDet）
Fig. 8　Confusion matrix （HS-MambaDet）

图 12　混淆矩阵（VMamba）
Fig. 12　Confusion matrix （VMamba）

图 11　混淆矩阵（CoAT）

Fig. 11　Confusion matrix （CoAT）

图 9　混淆矩阵（ConvNeXt）
Fig. 9　Confusion matrix （ConvNeXt）
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出巨大的优势。此外，本文将小目标场景下的测试

样例进行部分可视化以便更加直观地对比不同

算法的效果。如图 13 所示，对于远处的车辆、公

共汽车以及行人，HS-MambaDet以其独特的高频

与空间感知能力能够有效地检测出较多目标，而

其他模型则表现较差。综上所述，本文算法不仅

显著提升了对多类别目标的综合检测精度，更在

小目标场景中表现出优越的识别性能与稳定性，

充分证明了其在实际应用中的潜力与价值。

4. 2. 5　泛化性实验

为了验证所提 HS-MambaDet 模型在不同雾

强度场景下的泛化能力，本文将训练完成的模型

直接迁移至 CityScapes-foggy-low 和 CityScapes-

foggy-high数据集进行测试，并与 ConvNeXt、ViT、

CoAT 与 VMamba 进行对比，实验数据如表 8~
表 13 所示。

表 10　mAP@0. 5结果（CityScapes-foggy-low）
Tab. 10　mAP@0. 5 results（CityScapes-foggy-low）

模型

HS-MambaDet
ConvNeXt

ViT
CoAT

VMamba

mAP@0. 5/%
行人

65. 1
60. 1
62. 0
63. 2
61. 5

汽车

69. 6
64. 0
65. 8
67. 0
65. 6

公共汽车

44. 5
40. 0
41. 7
42. 3
41. 2

自行车

49. 2
44. 0
45. 5
46. 7
45. 1

摩托车

52. 9
47. 0
49. 2
50. 1
48. 7

表 9　召回率结果（CityScapes-foggy-low）
Tab. 9　Recall results（CityScapes-foggy-low）

模型

HS-MambaDet
ConvNeXt

ViT
CoAT

VMamba

召回率/%
行人

60. 1
56. 0
57. 9
59. 0
58. 3

汽车

64. 4
58. 0
61. 6
62. 6
61. 2

公共汽车

45. 4
40. 6
42. 3
43. 1
42. 1

自行车

47. 6
42. 8
44. 8
45. 2
44. 4

摩托车

54. 1
49. 0
51. 8
52. 1
50. 2

(a) 实图
(a) Ground truth

(b) HS-MambaDet模型
(b) HS-MambaDet

(c) ConvNeXt模型
(c) ConvNeXt

(d) VMamba模型
(d) VMamba

(e) Vit模型
(e) Vit

(f) CoAT模型
(f) CoAT

图 13　小目标检测可视化结果

Fig. 13　Small target detection visualization results

表 8　预测精度结果（CityScapes-foggy-low）
Tab. 8　Prediction accuracy results（CityScapes-foggy-low）

模型

HS-MambaDet
ConvNeXt

ViT
CoAT

VMamba

预测精度/%
行人

78. 3
70. 8
73. 0
74. 4
73. 3

汽车

81. 4
75. 0
77. 4
78. 3
77. 1

公共汽车

61. 9
55. 1
57. 1
58. 1
56. 0

自行车

65. 4
60. 2
62. 4
63. 2
62. 0

摩托车

71. 5
60. 9
65. 1
66. 8
63. 2
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在低雾强度数据集（CityScapes-foggy-low）上，

HS-MambaDet在 5 类目标上均取得最佳结果，尤

其在公共汽车、自行车等小目标类别中表现更为

突出，说明高频增强与空间依赖建模能够有效提

升模型对细节弱化目标的识别能力。

在高雾强度数据集（CityScapes-foggy-high）
上，各模型性能均进一步下降，尤其是卷积主导

的 ConvNeXt，其对纹理退化更为敏感。相比之

下，HS-MambaDet 仍保持明显优势，表明该模型

在强雾与跨域条件下具有更强的鲁棒性。

此外，相较于其他模型，HS-MambaDet 在
CityScapes数据集上性能下降更少，浓雾场景相较

于最优对比方法其精度指标最高提升 5. 4%，展现

出的卓越泛化能力源于其多层次、结构化的特征

提取与融合机制。该方法的核心优势在于其构建

的域不变性特征表示：高频感知模块提取边缘、

纹理等几何结构特征，这些特征受雾霾等外观变

化的影响相对较小，从而在跨域场景中保持了稳定

的判别能力；空间依赖感知模块则通过建模像素

间的上下文关系，使其不依赖于容易变化的局部纹

理，转而依赖更为鲁棒的全局空间结构进行推理。

此外，HSM-SSD 骨干网络的选择性状态空

间机制能够动态调整并关注关键信息，自适应地

忽略域特异性噪声。最终，CNN-Transformer-

Mamba 构成的混合架构形成了功能冗余，当面对

未知数据分布时，不同组件能够互补协作，确保

了系统性能的优雅降级而非急剧恶化。因此，即

使在不同雾强度的未知数据集上进行测试，该模

型也能通过其内在的鲁棒性设计，最大限度地维

持检测精度，展现出强大的实际部署适应潜力。

4. 3　与主流及新兴 SOTA模型的对比分析

为全面、公正地评估 HS-MambaDet 在复杂

天气小目标检测任务上的性能，本节设计了系统

的对比实验。所选对比模型旨在构建一个多维

度的评估基准，主要包括：（1）广泛应用的工业级

主流检测器，涵盖单阶段检测的典范 YOLO 系列

（YOLOv5， YOLOv8）与两阶段检测的奠基模型

Faster R-CNN；（2）新兴架构范式下的代表性模

型，即近期将状态空间模型（Mamba）与检测框架

融合的最新工作 Mamba-YOLO。通过与此类模

型的综合比较，本研究旨在从实际任务性能、架

构创新性与模型效率等多个核心维度，充分验证

所提 HS-MambaDet方法的有效性与先进性。

4. 3. 1　综合检测性能分析

不同模型在 RTTS 数据集上的综合性能对

比如表 14 所示。HS-MambaDet在所有核心检测

精度指标上均展现出显著优势。

分析表 14数据可知，HS-MambaDet的 mAP@
0. 5达到了 81. 2%，相较于目前表现最优的主流检

测器YOLOv8（80. 9%）提升了 0. 3%。在要求更为

严格的 mAP@（0. 5~0. 95）指标上，HS-MambaDet
取得了 52. 4% 的结果，较 YOLOv8（48. 6%）领先

3. 8%（相对提升约 7. 8%）。这一优势表明，本模

型在不同 IoU 阈值下的平均定位精度和鲁棒性

更出色，这对于受雾霾干扰导致边界模糊的小目

标检测至关重要。

表 11　预测精度结果（CityScapes-foggy-high）
Tab. 11　Prediction accuracy results（CityScapes-foggy-high）

模型

HS-MambaDet
ConvNeXt

ViT
CoAT

VMamba

预测精度/%
行人

75. 5
64. 3
68. 2
70. 1
66. 3

汽车

79. 1
71. 2
76. 1
76. 9
76. 4

公共汽车

58. 2
52. 3
54. 0
55. 2
53. 7

自行车

62. 3
58. 1
59. 4
60. 0
58. 6

摩托车

68. 9
58. 8
63. 2
64. 8
62. 7

表 13　mAP@0. 5结果（CityScapes-foggy-high）
Tab. 13　mAP@0. 5 results（CityScapes-foggy-high）

模型

HS-MambaDet
ConvNeXt

ViT
CoAT

VMamba

mAP@0. 5/%
行人

63. 3
55. 2
58. 1
59. 3
57. 5

汽车

67. 4
61. 3
62. 3
64. 1
63. 0

公共汽车

43. 3
37. 2
39. 2
41. 3
39. 2

自行车

47. 2
40. 1
40. 6
43. 1
41. 3

摩托车

50. 6
44. 0
45. 5
47. 7
45. 6

表 12　召回率结果（CityScapes-foggy-high）
Tab. 12　Recall results（CityScapes-foggy-high）

模型

HS-MambaDet
ConvNeXt

ViT
CoAT

VMamba

召回率/%
行人

58. 4
53. 2
55. 5
56. 4
55. 0

汽车

62. 1
55. 2
58. 1
59. 3
57. 9

公共汽车

43. 6
37. 9
40. 7
41. 2
40. 2

自行车

46. 5
39. 9
41. 2
42. 3
40. 9

摩托车

52. 7
46. 0
48. 2
49. 1
47. 3
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与 同 为 Mamba 架 构 新 近 工 作 的 Mamba-

YOLO 相 比 ，HS-MambaDet 在 mAP@0. 5 和

mAP@（0. 5~0. 95）上分别领先 1. 4% 和 5. 6%，

证明本文所提出的 CNN-Transformer-Mamba 混

合架构以及多尺度频空融合器（MFSF）相较于

单纯的 Mamba 骨架替换策略，能更有效地融合

局部细节、全局上下文与序列建模的优势，从而

在复杂退化场景中生成判别力更强的特征表示。

在效率方面，HS-MambaDet保持了良好的实

时性，其 0. 26 s 的单帧推理时间与以速度见长的

YOLO 系列（0. 22~0. 23 s）处于同一水平，远快

于 Faster R-CNN （0. 56 s）。尽管参数量（45. 2M）

高于部分轻量模型，但其计算量（FLOPs为 45. 6G）
显 著 低 于 YOLOv8 （78. 9G）和 Faster R-CNN
（155. 4G），甚 至 低 于 参 数 量 更 小 的 YOLOv5
（FLOPs 为 64. 2G）。这验证了 HSM-SSD 骨干

网络通过隐藏状态压缩有效降低了计算复杂度，

实现了精度与效率的更好平衡。

4. 3. 2　多类别目标详细性能对比

为进一步剖析模型对不同类型、不同尺度目

标的检测能力，表 15~表 17 分别列出了行人、汽

车、公共汽车、自行车和摩托车 5 类目标的预测精

度、召回率及 AP50 详细结果。

从分类结果可以得出：首先，HS-MambaDet
在所有 5 个目标类别、所有 3 项评估指标上均取

得了一致性的最优性能，证明其提升是普遍且稳

健的，而非依赖于特定类别的特性。其次，对于

“汽车”和“行人”这类尺寸相对较大、特征较明显

的目标，所有先进模型都能达到较高水平，但

HS-MambaDet 仍能保持 1%~2% 的领先优势。

更为重要的是，在“公共汽车”（尤其是远处小尺

度公交车）、“自行车”和“摩托车”等尺度较小、形

状狭长或易受遮挡的目标上，HS-MambaDet的优

势被进一步放大。例如，在 mAP@0. 5 指标上，相

较于 YOLOv8，HS-MambaDet 在“公共汽车”和

“自行车”类别上分别领先 1. 8% 和 2. 4%。这直

接归功于本文设计的高频感知模块（HFP）对边

缘纹理等细节特征的增强，以及空间依赖感知模

表 14　主流目标检测及视觉 Mamba模型在 RTTS数据集上的综合性能对比

Tab. 14　Comprehensive performance comparison with mainstream object detection and visual Mamba models on the RTTS 
dateset

模型

HS-MambaDet
YOLOv5
YOLOv8

Faster R-CNN
Mamba-YOLO

预测精度/%
87. 3
83. 2
85. 7
81. 5
84. 5

召回率/%
73. 1
70. 1
71. 8
68. 7
69. 9

mAP@0. 5/%
81. 2
78. 4
80. 9
77. 3
79. 8

推理时间/s
0. 26
0. 23
0. 22
0. 56
0. 28

mAP@（0. 5~0. 95）/%
52. 4
42. 5
48. 6
40. 2
46. 8

参数量/M
45. 2
24. 0
28. 6
42. 0
18. 5

FLOPs/G
45. 6
64. 2
78. 9

155. 4
50. 0

表 16　各类别召回率对比

Tab. 16　Per-category recall comparison

模型

HS-MambaDet
YOLOv8

Mamba-YOLO
YOLOv5

Faster R-CNN

召回率/%
行人

77. 4
75. 5
74. 9
74. 0
72. 8

汽车

79. 8
78. 6
77. 8
77. 1
75. 9

公共汽车

56. 7
55. 0
54. 3
53. 1
51. 9

自行车

59. 2
57. 9
57. 1
55. 8
54. 3

摩托车

65. 4
63. 0
62. 0
61. 2
59. 5

表 15　各类别预测精度对比

Tab. 15　Per-category prediction accuracy comparison

模型

HS-MambaDet
YOLOv8

Mamba-YOLO
YOLOv5

Faster R-CNN

预测精度/%
行人

92. 2
89. 5
88. 1
87. 0
85. 9

汽车

96. 8
95. 1
94. 2
93. 0
92. 3

公共汽车

72. 7
70. 2
69. 0
67. 8
66. 4

自行车

76. 6
74. 8
73. 6
72. 4
70. 1

摩托车

74. 0
71. 5
70. 0
68. 9
67. 2

表 17　各类别 mAP@0. 5对比

Tab. 17　Per-category mAP@0. 5 comparison

模型

HS-MambaDet
YOLOv8

Mamba-YOLO
YOLOv5

Faster R-CNN

mAP@0. 5/%
行人

85. 9
83. 6
82. 8
81. 7
80. 3

汽车

91. 0
89. 4
88. 5
87. 6
86. 9

公共汽车

66. 6
64. 8
63. 9
62. 8
61. 1

自行车

69. 9
67. 5
66. 7
65. 4
64. 0

摩托车

74. 3
71. 2
70. 4
69. 3
68. 2
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块（SDP）所提供的跨尺度上下文信息，二者共同

作用，有效缓解了小目标及弱纹理目标在雾天环

境下的特征退化与湮没问题。

综上所述，本节通过与涵盖主流框架与新兴

范式的多种 SOTA 模型进行系统性对比，充分证

实了 HS-MambaDet 的卓越性能。其在综合检测

精度、多类别目标识别能力以及精度 -效率权衡

方面均展现出显著优势，论证了本文所提方法在

解决复杂天气小目标检测实际挑战中的有效性

与先进性。

5 结 论

本文提出了一种面向复杂天气与动态环境下

的小目标检查的混合状态空间模型HS-MambaDet，
该 方 法 构 建 了 一 种 高 效 的 CNN-Transformer-

Mamba 混合架构：首先，设计融合隐藏状态压缩

的 HSM-SSD 骨干结构，在保持全局依赖建模能

力的同时显著降低计算复杂度；其次，引入包含

高频感知模块与空间依赖感知模块的多尺度频

空融合器（MFSF），以此缓解小目标特征弱与空

间感知不足的问题，通过高通滤波和双通路注意

力增强小目标的细节特征表达。实验结果表明，

在 RTTS 和 CityScapes 数据集上，所提方法在检

测精度与推理效率方面均优于现有主流模型，有

效解决了动态恶劣环境下小目标检测鲁棒性差

与实时性不足的难题，为实际应用提供了可靠解

决方案。
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