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基于密集循环网络的视网膜图像分割方法

杨　云１∗,周舒婕２,李程辉２,张娟娟２
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摘要:针对视网膜血管在分割过程容易出现细节特征信息丢失、血管轮廓模糊等问题,提出一种改进的循环分割对抗网

络算法.该算法改进了分割器的网络模型,在 U型网络上、下采样过程中添加了密集连接结构,充分保留了图像的特征

信息,提升了模型的泛化能力以及鲁棒性,缓解了过度分割现象.为防止网络退化,将损失函数替换为最小二乘函数,提

高了图像的分割质量,提升了网络模型训练的稳定性.实验结果表明,本文的网络模型在 DRIVE以及 CHASE数据集

中,两者分割的准确性、敏感性分别达到了９６．９３％、８４．３０％以及９６．９４％、７９．９２％.该算法具有较好的网络泛化能力以

及分割准确率,可以为疾病诊断提供重要的依据.
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Retinalimagesegmentationmethodbasedondensecyclenetworks
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Abstract:Aimingattheproblemsoflossofdetailedfeatureinformationandblurredcontoursofblood
vesselsinthesegmentationprocessofretinalvessels,animprovedcyclesegmentationconfrontation
networkalgorithmisproposed．Thealgorithmimprovesthenetworkmodelofthesegmenter,adds
denseconnectionstructureintheupanddownsamplingprocessesoftheUＧNetnetwork,fullyretains
theimagefeatureinformation,whichimprovesthegeneralizationabilityandrobustnessofthemodel,

andalleviatestheoversegmentationphenomenon．Inordertopreventnetworkdegradation,theloss
functionisreplacedbytheleastsquarefunction,whichimprovesthequalityofimagesegmentation



andthestabilityofnetworkmodeltraining．TheexperimentalresultsshowthatthesegmentationacＧ
curacyandsensitivityofthenetworkare９６．９３％,８４．３０％and９６．９４％,７９．９２％intheDRIVEand
CHASE datasets respectively．The algorithm has good network generalization ability and
segmentationaccuracy,whichcanprovideanimportantbasisfordiseasediagnosis．
Keywords:retinalbloodvesselssegmentation;cyclesegmentationadversarialnetworks;UＧNet

work;denselyconnectedstructure;lossfunction

１　引　　言

　　眼底视网膜血管作为人体中唯一可以直接

肉眼观察到的血管,是许多慢性疾病诊断的一

项重要指标.传统方法凭借医生的个人经验和

主观判断对视网膜血管分割存在诸多的弊端,
如研究人员前期需要花费大量的时间和精力学

习微细血管和整体结构的分割工作、不同研究

人员在分割同一张视网膜血管图像时往往存在

较大的差异性等.因此,将计算机作为辅助技

术对于准确、快速分割视网膜血管图像起着至

关重要的作用.
目前研究人员根据是否需要人工标记训练

集,将眼底视网膜图像的血管分割方法大致分

为两类:无监督学习方法和监督学习方法.常

见的无监督学习方法有血管跟踪法[１]、形态学

处理方法[２]、匹配滤波方法[３]等.基于深度学

习的分割方法是一种常见的监督学习方法,例
如:Oliveira[４]等人提出了将平稳小波变换提供

的多尺度分析与多尺度全卷积神经网络相结合

的方法来分割视网膜血管,从而提高网络性能;

Guo[５]等人提出了基于全卷积 UＧNet的网络结

构,该方法摒弃了传统卷积神经网络的 Dropout
层,而 是 使 用 正 则 化 方 法 来 提 高 模 型 性 能;

Roy[６]等人提出了 ReLayNet网络结构,该网络

在训练过程中同时使用了交叉熵和 Dice损失函

数进行优化;Gu[７]等人提出了上下文编码器网

络来捕获更多的深层信息,该网络结构在特征

编码和特征解码器之间加入了上下文提取器,
该方法不仅适用于视网膜图像的分割还可以用

于其他医学图像的分割.
由于视网膜血管中布满了丰富的细小血管,

上述方法在分割过程中容易出现边缘细节粗糙、
梯度复杂、识别分辨率低等问题.因此,本文在循

环生成对抗网络的基础上进行改进设计,具体工

作如下:
(１)使用生成对抗网络的特殊变体循环生成

对抗网络框架,通过两个生成器、两个判别器进行

对抗训练,优化分割模型并设计一种全新的基于

循环分割对抗网络的视网膜血管分割方法.
(２)将生成网络替换成改进后的分割网络,分

割网络的编码器、解码器部分的网络结构替换成

U型网络和密集连接相结合的模型结构,保证在

提高分割精度的同时减少模型分割所需要的

时间.
(３)将对抗损失函数替换为最小二乘损失函

数,在还原图像分割细节的同时,保留血管末梢的

细节信息,提高分割效率.

２　相关知识

２．１　循环生成对抗网络

近些年,由 Goodfellow[８]等人提出的生成对

抗网络(GenerativeAdversarialNetwork,GAN)
超越了传统神经网络,可以生成更加真实、清晰的

图像.在此基础上,研究人员对 GAN 的改进模

型 进 行 了 设 计 与 研 究,例 如 CGAN[９]、

DCGAN[１０]、WGAN[１１]等不同的模型结构,在图

像处理任务中可获得更好的性能.２０１７ 年由

Zhu[１２]等人提出的循环生成对抗网络(CycleＧconＧ
sistent Generative Adversarial Networks,CyＧ
cleGAN)是传统生成对抗网络的变体,它包含两

个相互对称的生成对抗网络,并通过共用两个生

成器、两个判别器来实现图像端到端的相互映射.

CycleGAN对架构的扩展之处在于使用了循环一

致性,其第一个生成器输出的图像可以用作第二

个生成器的输入图像,第二个生成器的输出图像

应与原始图像匹配,反之亦然.它最大的特点是

不需要图片的一对一配对,就能将一张图像从源

领域映射到目标领域,以此方式来提高训练网络

的稳定性.
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２．２　生成器以及判别器

CycleGAN网络结构是由生成器模型和判别

器模型组成.生成器包括编码器、转换器以及解

码器.编码器通过卷积层提取图像的特征信息;
转换器由６个残差块组成,每个残差块包含两个

卷积层,可以保留更多图像的原始信息;解码器使

用３层反卷积操作将图像还原为原始尺寸.

CycleGAN网络的判别器由５层卷积神经网

络组成,可以从图像中提取特征信息并且预测其

为原始图像或是生成器生成的图像.

３　本文方法

３．１　基于改进的DUＧCycleGAN网络模型

DUＧCycleGAN网络训练图如图１所示.该

网络由两个分割器G 和F、两个判别器DX 和DY

组成,该模型包含G:X →Y 的映射以及F:Y →
X 的逆映射,并且加入一个循环一致性损失函数

以确保F(G(X))≈X .同时将原始图像和分割

(a)DUＧCycleGAN模型结构

(a)DUＧCycleGAN modelstructure

(b)正向训练过程

(b)Positivetrainingprocess

(c)反向训练过程

(c)Reversetrainingprocess
图１　DUＧCycleGAN网络训练图

Fig．１　DUＧCycleGANnetworktrainingdiagram

图像送入DX 和DY 中来判别分割网络分割的真

伪,这种循环的训练模式,分割器和判别器通过博

弈式动态竞争,使判别器无法区分是真实的图像

还是分割的图像,最终达到网络的动态均衡状态.
本文使用了由两个１×１卷积层和一个３×３

卷积层组成的固定残差块.如图２所示,改进后

的残差块具有一个瓶颈结构可以进行降维操作,
减少图像的通道数.与原模型相比,通过修改残

差块的数目和结构,在提高输出图像质量的同时

减少了参数,从而减少了计算量和处理时间.

图２　ResNet网络结构

Fig．２　ResNetnetworkstructure

３．１．１　U 型分割网络

U型卷积神经网络(UＧNet)是由RonnebergＧ
er[１３]等人提出,其方法特点就是通过上、下采样

以及跳跃连接将浅层特征信息和深层特征信息融

合,扩充特征信息,从而减轻训练负担,使图像中

的边缘信息更加准确.由于视网膜血管具有复杂

的表现特征,在分割的过程中容易产生血管不连

续、边缘区域分割较为模糊等问题.因此,本文将

DUＧCycleGAN 网络的分割器替换成改进后的

UＧNet网络,以此提高模型的分割准确率.
本文改进后的分割器模型如图３所示,分割

器网络由编码器、转换器和解码器组成.编码器

包含３个密集连接模块和３个下采样卷积操作,
每经过一次下采样操作其特征图会缩小为原图像

的１/２,经过３次下采样操作之后,特征图缩小为

原图的１/８并输入到转换器中.特征转换器由６
个残差块构成,它不改变特征图大小,特征图经过
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图３　DUＧCycleGAN分割器网络结构

Fig．３　NetworkstructureofDUＧCycleGANsplitter

残差模块后输出到解码器部分.解码器同样包含

了３个密集连接模块,采用了与下采样对称的反

卷积操作,其特征通道的变化与下采样操作相反,
每次经过反卷积层后特征图的尺寸都会变为原来

的２倍,最终特征图像还原到原始尺寸.当编码

阶段和解码阶段特征图像尺寸相同时,会通过跳

跃连接将深层特征信息和浅层特征信息融合,从
而增强细节信息的补充.

与此同时,为了加快网络模型的收敛,在每一

层卷积操作后使用批量归一化(BN)层.BN 可

以对网络的输入数据归一化,使得特征输入值的

均值与方差都在规定范围内,在一定程度上缓解

了梯 度 消 失 现 象.激 活 函 数 每 一 层 均 使 用

LReLU激活函数来替代原模型中的 ReLU 激活

函数.ReLU激活函数在训练过程中很可能会导

致神经元死亡,相应的参数无法更新.本文所使

用的LReLU激活函数在特征输入小于０时会有

一个负数的输出,可以缓解神经元死亡的问题.
公式定义如下:

f(x)＝
x,　x≥０
０．２x,　x＜０{ 　, (１)

DUＧCycleGAN分割网络在训练过程中的各层参

数的设置以及具体输出如表１所示.

表１　DUＧCycleGAN分割网络各层参数设置

Tab．１　ParametersettingofeachlayerofDUＧCycleGAN

网络层 特征图尺寸 尺寸/步长

输入 ５１２×５１２ None

密集连接模块 ５１２×５１２ [３×３ConvＧ３２]×３

下采样层 ２５６×２５６ ２×２/２

密集连接模块 ２５６×２５６ [３×３ConvＧ６４]×３

下采样层 １２８×１２８ ２×２/２

密集连接模块 １２８×１２８ [３×３ConvＧ１２８]×３

下采样层 ６４×６４ ２×２/２

Residualblocks ６４×６４ [１×１],[３×３],[１×１]×６

上采样层 １２８×１２８ ２×２/２

密集连接模块 １２８×１２８ [３×３ConvＧ１２８]×３

上采样层 ２５６×２５６ ２×２/２

密集连接模块 ２５６×２５６ [３×３ConvＧ６４]×３

上采样 ５１２×５１２ ２×２/２

密集连接模块 ５１２×５１２ [３×３ConvＧ３２]×３

卷积层 ５１２×５１２ １×１Conv
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３．１．２　密集连接网络

UＧNet通过下采样减少空间维度,通过上采

样恢复图像的细节及空间维度,经过上、下采样操

作后会对数据信息造成一定的损失并且训练精度

和测试精度会呈下降趋势.针对上述问题,本算

法引入了密集卷积网络(DenselyConnectedConＧ
volutionalNetworks,DenseNet)[１４],它在减少了

参数数量的同时加强了特征信息的传播和重复

利用.
传统的卷积网络有L 层时会有L 个网络连

接,而DenseNet有L 层时包含L(L＋１)/２个连

接,可以更好地加强特征传播以及特征重复利用,
提高网络的分割准确率[１５].DenseNet改变了网

络模型结构的梯度流动方式,将每层网络的最初

输入信息和损失函数直接连接起来,使得整个网

络模型结构更加清晰.DenseNet公式定义如下:

xl＝Hl([x０,x１,􀆺,xl－１])　, (２)
其中:x 表示特征信息的输出,l表示网络结构层

数,Hl(􀅰)代表非线性转化函数,它包括３个相

同的３×３卷积操作,同时在每个卷积层后添加了

BN层以及 ReLU 激活函数进行激活操作,以此

提高密集连接模块的性能.DenseNet网络结构

如图４所示.

图４　DenseNet网络结构

Fig．４　Densenetnetworkstructure

３．１．３　判别网络

判别器模型由５层卷积神经网络构成,其主

要目的是预测分割的结果是真实图像还是分割网

络分割的图像.判别器实际相当于二分类器,用
来判断图像的分布是否一致,判断为真实图像输

出结果为１,判断为生成图像输出结果为０.判别

器网络结构如图５所示.

３．２　损失函数

损失函数可以衡量吻合度、调整参数以及权

重,使得映射的结果和实际类别相吻合,训练的结

果更加准确.本文中损失函数是由对抗损失和循

图５　DUＧCycleGAN判别器网络结构

Fig．５　NetworkstructureofDUＧCycleGANdiscrimＧ
inator

环一致性损失两部分组成.

３．２．１　对抗损失函数

传统生成对抗网络使用的损失函数在训练过

程中容易出现梯度弥漫、网络训练不稳定等问题.
本文使用最小二乘损失函数来构成对抗损失,使
分割结果更加接近于真实图像.最小二乘损失函

数定义如下:其中,Ey~Pdata(y)表示样本Y 分布的

期望值,Ex~Pdata(x)表示样本X 分布的期望值,分
割模型G:X→Y 及对应的判别模型DY,式(３)代
表映射函数X→Y 的过程.

LGAN(G,DY,X,Y)＝Ey~Pdata(y) (DY(y)－１)２[ ] ＋
Ex~Pdata(y) (DY(G(x)))２[ ] 　． (３)

对于分割模型F:Y→X 及对应的判别模型

DX ,式(４)代表映射函数Y→X 的过程:

LGAN(F,DX,Y,X)＝Ex~Pdata(x) (DX(x)－１)２[ ] ＋
Ey~Pdata(y) (DX(F(y)))２[ ] 　． (４)

３．２．２　循环一致性损失函数

为了保持原始图像和转换后图像的高度一致

性,本文采用了循环一致性损失函数.目标域X
的图像通过循环性可以将图像转换为原始图像,
公式可表示为F(G(x))≈x;同理,对于向后的

循环一致性可采用公式G(F(y))≈y 表示[１２].
本文引入L１ 范数来衡量原始图像和生成图像之

间的差距,公式定义如下:

Lcyc(G,F)＝ Ex~Pdata(x)‖F(G(x))－x‖１[ ] ＋
Ey~Pdata(y) (‖G(F(y))－y‖１[ ] 　． (５)

综上,本文网络的复合损失函数用公式(６)
表示:

L(G,F,DX,DY)＝LGAN(G,DY,X,Y)＋
LGAN(F,DX,Y,X)＋λLcyc(G,F), (６)

最终对网络的损失函数进行优化,为使分割图像

与真实图像达到最大相似性,网络的总训练目标
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如下:

G∗ ,F∗ ＝argmin
D,F

max
DX ,DY

L(G,F,DX ,DY)．

(７)

４　实验结果与分析

４．１　实验环境与参数分析

实验平台基于 Python３．６ 环境搭建,使用

TensorFlow 来 构 建 网 络 框 架,实 验 环 境 均 在

Intel(R)i７Ｇ８５６５U CPU 以及显卡 RTX２０８０Ti
进行,使用 MATLABR２０１７b对图像进行预处理

操作.网络采用 Adam 优化算法,学习率Lr 设

为０．０００２,以指数衰减的方式迭代更新学习率,
网络迭代次数设为２００个周期,训练时 batch_

size设为１.

４．２　数据集以及数据增强

为了验证本文算法的有效性和实用性,采用

DRIVE和 CHASE_DB１ 公 共 视 网 膜 数 据 集.

DRIVE数据集目前在视网膜图像处理领域中应

用较为广泛.该数据集共包含４０张眼底彩色视

网膜图像,图像的分辨率为５８４×５６５大小像素,
其中 ２０ 张 用 于 训 练,其 余 ２０ 张 用 于 测 试.

CHASE数据集共有２８张眼底彩色视网膜图像,
收集自１４名儿童的双眼,每幅图像的分辨率为

９９９×９６０,其中１４张用于训练,其余１４张用于

测试.
在深度学习中,需要大规模的训练样本才

能提升模型的鲁棒性,使模型具有更强的泛化

能力.由于视网膜血管样本集数量较少,在网

络模型的训练过程中,极易出现过拟合现象.
因此,为了获得显著的训练结果,需要对数据集

进行数据增强操作,通过图像的旋转、平移变换

等操作对训练集进行扩充.此外,对于扩充后

的图像进行剪裁,通过向四周平移像素点将每

张图像随机剪裁,最终 DRIVE和 CHASE数据

集分别得到１５６２０张和１２０００张尺寸大小为

５１２×５１２的patch块,其中９０％用作网络训练,

１０％用作网络验证.

４．３　数据预处理

由于原始视网膜图像存在噪声干扰、光照

不均以及血管特征不明显等现象,直接分割会

影响图像的分割效果.为了改善模型性能,需

要对视网膜图像进行如下预处理操作:
(１)为了提高血管树对比度,本文提取视网

膜绿色通道.由图６(c)可以看出视网膜血管在

绿色 通 道 中 血 管 轮 廓 与 背 景 的 对 比 度 较 为

明显.
(２)为了加快模型的收敛速度,让训练数据分

布一致,需要对视网膜图像数据进行归一化处理,
使像素在(０,１)的范围内.归一化公式如下:

norm＝
xi－min(x)

max(x)－min(x), (８)

其中:xi表示图像的像素点,max(x)和 min(x)
分别代表图像的最大像素点和最小像素点.

(３)为了增强图像的对比度突出血管轮廓,本
文使用 MATLAB语言对图像进行自适应直方图

均衡化操作.图像预处理前后效果对比如图６
(e)、(f)所示.

图６　图像预处理前后效果对比图.(a)原图像;(b)

红色通道;(c)绿色通道;(d)蓝色通道;(e)预

处理前;(f)预处理后.

Fig．６　Imagepreprocessingbeforeandafterthe
effectcomparison．(a)Originalimage;(b)

Redchannel;(c)Greenchannel;(d)Blue
channel;(e)Beforepretreatment;(f)After

pretreatment．

４．４　评价指标

为了系统验证本文算法对视网膜血管分割的

效果,实验采用分割准确性(Accuracy,Acc)、特
异性(Specificity,Spe)和敏感性(Sensitivity,Sen)
对网络性能评估.

Acc可以预测正确的血管数目占总样本数目

的百分比,它的取值范围为０~１,Acc的值越接

近１,分割的准确率越高.公式如下:
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Acc＝
TP＋TN

TP＋FN＋FP＋TN　, (９)

在公式(９)中,真阳性(TruePositive,TP)表示将

视网膜血管图像正确分类的像素个数;真阴性

(TrueNegative,TN)表示将非血管正确分类的

像素个数;假阳性(FalsePositive,FP)表示将非

血管错误分类为血管的像素数量;假阴性(False
Negative,FN)表示将血管错误分类为非血管的

像素数量.同时,上述４个值也用于计算特异性

以及敏感性.特异性是指实际为非血管的样本占

非血管总样本数目的百分比;敏感性是指正确的

血管数目占血管总样本数目的百分比.特异性、
敏感性的计算如公式(１０)、(１１)所示:

Spe＝
TN

TN＋FP　, (１０)

Sen＝
TP

TP＋FN　, (１１)

除此之外,本文还引入模型评估指标 AUC
(AreaUnderCurve).AUC的值可以判断模型

的性能,AUC的值越大,正确率就越高,它的取值

范围为[０,１].

４．５　实验结果分析

本实验使用 DUＧCycleGAN 网络、UＧNet以

及DenseNet和 UＧNet(DUＧNet)相结合的网络模

型进行分割效果对比.考虑到实验严谨性,在训

练网络模型时,采用与本文方法相同的数据扩充

和数据预处理方法.实验结果如表２所示.在

DRIVE数据集中,本文网络模型分割的准确性较

UＧNet提高了１．３１％,达到了９６．９３％;本文提出

的算法在敏感性、特异性以及 AUC指标上均有

所提升,优于 UＧNet以及其他算法,说明本算法

改进网络的有效性.同理,表３列举了 CHASE
数据集实验对比结果,从中可以看出,本文算法的

评估指标要略高于其他算法,其中,准确性具有一

定的优势.实验结果表明该网络模型具有较好的

视网膜血管图像分割性能.

表２　DRIVE数据集上的分割结果

Tab．２　SegmentationresultsontheDRIVEdataset

Method Acc Sen Spe AUC

UＧNet ０．９５６２ ０．８２７８ ０．９７０１ ０．９６３２

DUＧNet ０．９６１４ ０．８３２７ ０．９７５８ ０．９７０９

Ours ０．９６９３ ０．８４３０ ０．９８１７ ０．９７９５

表３　CHASE数据集上的分割结果

Tab．３　SegmentationresultsonCHASEdataset

Method Acc Sen Spe AUC

UＧNet ０．９５３２ ０．７８６０ ０．９６２１ ０．９６８２

DUＧNet ０．９６１０ ０．７８９３ ０．９７０８ ０．９７２５

Ours ０．９６９４ ０．７９９２ ０．９７５１ ０．９８０１

为了更直观地表现出 DUＧCycleGAN算法的

优越性,图７、图８是本文算法与 DUＧNet、UＧNet
算法分别在DRIVE和CHASE数据集的受试者

工作特征曲线(ROC)对比图,从图中可以看出本

文算法的 AUC面积要大于 DUＧNet以及 UＧNet
网络.本算法最靠近左上角的临界值,纵坐标的

真阳性率(TruePositiveRate,TPR)较高,横坐

标的假阳性率(FalsePositiveRate,FPR)低,表
明本实验正确分割血管图像的可能性高,实验的

诊断更有价值.
为了对DUＧCycleGAN算法进行更加详细的

比较和分析,图９从左到右分别列出了原始图像、

图７　DRIVE数据集 ROC曲线对比图

Fig．７　ROCcurvecomparisonchartofDRIVEdataset

图８　CHASE数据集 ROC曲线对比图

Fig．８　ROCcurvecomparisonchartofCHASEdataset
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图９　各分割算法末端微细血管局部放大.(a)原图

像;(b)金标准图像;(c)UＧNet算法;(d)DUＧ
Net算法;(e)本文算法.

Fig．９　Eachsegmentationalgorithmenlargestheend
microvascular．(a)Originalimage;(b)Gold
standardimage;(c)UＧNetalgorithm;(d)

DUＧNetalgorithm;(e)Ouralgorithm．

金标准图像、基于 UＧNet算法、基于 DUＧNet算

法以及本文算法的微细血管末端局部放大图.通

过局部分析３种不同模型的分割结果可得出,UＧ

Net算法以及DUＧNet算法对于视网膜血管的细

小区域处理效果不佳.由于血管树的形态结构过

于复杂,UＧNet算法在经过上、下采样操作后会对

血管的细节特征以及空间维度造成一定的损失,

从而出现漏分割、分割断裂等现象.如图９(e)所

示,本文经过优化改进后的模型可以捕捉更多微

细血管的特征信息,不仅可以分割出粗细合理的

血管树,还可以有效缓解漏分割现象.

图１０列举了本文算法以及 UＧNet算法在

DRIVE和CHASE数据集上视网膜血管分割的

效果图.从图１０(d)可以看出,UＧNet分割结果

会将部分细小血管划分到背景区域中,虽然图

像中含有的噪声较少,但血管连续性较差,对于

血管末端的分叉处无法进行准确的分割,同时

会出现血管断裂、细小血管分割较为模糊等细

节问题.图１０(e)列出了本文的分割结果,DUＧ

CycleGAN网络在上、下采样过程中添加了密集

连接结构,进一步提高了分割精度,使分割器可

以更加有效地训练数据;同时,改进后的分割模

型增加了网络的层数,使网络模型可以提取并

拟合更多用于分割的特征信息.如图１０(e)所

示,DUＧCycleGAN网络可以更完整地对细小血

管及其分叉处进行分割,网络模型准确地拟合

了特征信息,保留了更多的血管细节信息,使血

管具有较好的连续性,更加接近金标准图像.

图１０　视网膜分割效果图.(a)原图像;(b)预处理

后图像;(c)金标准图像;(d)UＧNet算法;

(e)本文算法.

Fig．１０　Effectpictureofretinalsegmentation．(a)

Originalimage;(b)Preprocessedimage;

(c)Goldstandardimage;(d)UＧNetalgoＧ

rithm;(e)Ouralgorithm．

为了更好地体现 DUＧCycleGAN 算法的有

效性,表４、表５分别列举了不同分割算法使用

DRIVE和CHASE数据集的性能指标.如表４
所示,在 DRIVE数据集中,本文算法无论在准

确性还是特异性上都具有一定的优势,尤其是

敏感性比文献[１６]高了７．３９％.而在 CHASE
数据集中,文献[１９]提出了一种基于 UＧNet模

型的递归残差卷积神经网络,该算法的特异性

指标相比于其他算法具有较好的表现,但该算

法分割的准确度不够高,对于细小血管的分割

容易出现断裂现象.文献[２２]提出了基于 UＧ

Net的多分支卷机神经网络,并且增加了特征信

息流路径,该模型与其他算法相比具有较好的

分割性能,在 CHASE数据集中 AUC值也达到

了９８．３９％,但在具体分割过程中,该算法存在

微细血管分割较为模糊的现象.本文算法与文

献[１９]、文献[２２]的算法模型相比,在总体性能

指标相差不大的情况下,可以准确地拟合特征

信息,保留更多的血管细节信息.由此可见,本
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文网络模型具有良好的鲁棒性和泛化能力.

表４　DRIVE数据集分割结果比较

Tab．４　ComparisonofsegmentationresultsofDRIVEdataＧ
set

Method Acc Sen Spe AUC

Dasgupta[１６] ０．９５３３ ０．７６９１ ０．９８０１ ０．９７４４

Lahiri[１７] — ０．７５００ ０．９８００ ０．９４８０

Vega[１８] ０．９４１２ ０．７４４４ ０．９６００ —

Alom[１９] ０．９５５６ ０．７７９２ ０．９８１３ ０．９７８４

Li[２０] ０．９５２７ ０．７５６９ ０．９８１６ ０．９７３８

Ours ０．９６９３ ０．８４３０ ０．９８１７ ０．９７９５

表５　CHASE数据集分割结果比较

Tab．５　ComparisonofsegmentationresultsofCHASEdataＧ
set

Method Acc Sen Spe AUC

Alom[１９] ０．９６３４ ０．７７５６ ０．９８２０ ０．９８１５

Li[２０] ０．９５８１ ０．７５０７ ０．９７９３ ０．９７１６

Orlando[２１] — ０．７２７７ ０．９７１２ ０．９５２４

Zhuang[２２] ０．９６５６ ０．７９７８ ０．９８１８ ０．９８３９

续　表

Method Acc Sen Spe AUC

Yan[２３] ０．９６１０ ０．７６３３ ０．９８０９ ０．９７８１

Ours ０．９６９４ ０．７９９２ ０．９７５１ ０．９８０１

５　结　　论

本文提出了一种基于循环分割对抗网络的

视网膜图像分割算法,使用了 U 型网络和密集

连接相结合的模型作为分割器的网络模型结

构,并添加了最小二乘损失函数.实验结果证

明,所改进的网络模型在 DRIVE和 CHASE数

据集中,两者分割的准确性、敏感性分别达到了

９６􀆰９３％、８４．３０％以及９６．９４％、７９．９２％,说明同

其他深度学习算法模型相比,本文网络模型分

割效果更为精细.但在具体实验中,本文的网

络模型过于复杂,对实验设备有着较高的要求,
并且网络因为层数过多导致分割效率低于预

期.在未来的工作中还需要对网络模型进一步

优化,在不影响性能的情况下,降低网络复杂

度,从而获得更优的分割结果.
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